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верситет iменi Юрiя Федьковича МОН України, Чернiвцi, 2023.

Дисертацiйна робота присвячена знаходженню вiдстаней мiж вимiрю-

ваннями даних, якi представленi часовими рядами, та визначенню опти-

мальної кiлькостi кластерiв на основi власних значень стохастичної матри-

цi графа. Дисертацiя складається iз вступу, трьох роздiлiв, висновкiв та

перелiку використаних джерел.

У вступi обгрунтовано актуальнiсть теми дослiдження, сформульова-

но мету, завдання, предмет, об’єкт та методи дослiдження, вказано наукову

новизну, практичне значення отриманих результатiв, зв’язок роботи з на-

уковими дослiдженнями та особистий внесок здобувача, а також наведено

данi про те, де доповiдались, обговорювались та були опублiкованi основнi

результати дисертацiї.

У першому роздiлi здiйснено огляд наукової лiтератури, присвя-

ченої дослiдженню часових рядiв, зокрема, визначенню метрик подiбностi

мiж часовими рядами та пiдходи до кластеризацiї даних, якi представленi

у виглядi неструктурованих типiв даних. Детально проаналiзовано хро-

нологiю розвитку наукових пiдходiв до задач кластеризацiї, класифiкацiї,

зменшення розмiрностi часових рядiв. Перший пункт роздiлу 1 вiдображає

загальний огляд розвитку наукових дослiджень при дослiдженнi часових

рядiв та iснуючi метрики для встановлення подiбностi мiж часовими ряда-

ми. У другому пунктi наведено методи дослiдження структурних стрибкiв

у часових рядах. У третьому пунктi зроблено огляд наукових дослiджень,
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якi стосуються неперервних часових рядiв. Вибiр оптимальної кiлькостi

кластерiв при подiлi даних на групи представлено у пункту четвертому.

У другому роздiлi запропоновано визначати подiбнiсть або вiдстань

мiж часовими рядами за допомогою моделей часових рядiв. Запропонова-

ний алгоритм для встановлення подiбностi двох наборiв даних використо-

вує параметри моделi, а не самi вимiрювання. У якостi моделей часових

рядiв розглянуто стацiонарнi ARMA моделi. Отриманий алгоритм порiв-

нюється з уже iснуючими метриками знаходження вiдстаней у випадку

збiльшення вимiрювань часового ряду та у випадку зростання кiлькостi

викидiв у вхiдному часовому рядi. Отриманий алгоритм має меншу обчи-

слювальну складнiсть, нiж алгоритми Евклiда, DTW та ERP. Запропонова-

ну вiдстань можна використовувати для кластеризацiї сильно зашумлених

даних.

Наукову новизну висновкiв, зроблених на основi отриманих у другому

роздiлi результатiв, розкривають такi положення:

1. Описано алгоритм для знаходження вiдстанi мiж часовими рядами

на основi моделей часових рядiв. Отримана вiдстань є бiльш стiйкою

до викидiв у часових рядах. У випадку збiльшення кiлькостi викидiв

запропонований у дисертацiйному дослiдженнi алгоритм дає кращi

результати (вiдносна похибка зростає логарифмiчно), нiж аналогiчнi

алгоритми (Евклiдова вiдстань, ERP, DTW) для знаходження вiдста-

нi мiж часовими рядами (вiдносна похибка зростає лiнiйно).

2. Запропонований метод знаходження вiдстанi мiж вимiрюваннями ча-

сового ряду дає кращi результати для великих часових рядiв, коли

кiлькiсть вимiрювань T > 1000. До того ж обчислювальна складнiсть

отриманого алгоритму є меншою за обчислювальну складнiсть уже

iснуючих алгоритмiв.
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У третьому роздiлi розглянуто проблему кластеризацiї на графах

на основi власних значень стохастичної матрицi графа. Доведено, що власнi

значення стохастичної матрицi для великих графiв (N > 100) подiляються

на три групи, одна iз яких є визначальною для числа кластерiв у графi.

Використовуючи теорiю випадкових матриць, вдалося показати, що асим-

птотичний розподiл пiдгрупи дiйсних частин власних значень стохастичної

матрицi графу описується напiвколовим розподiлом Вiгнера. Використан-

ня стохастичних матриць дало змогу точно локалiзувати власнi значення,

що вiдповiдають за кiлькiсть кластерiв, чого не вдавалося зробити для ма-

триць сумiжностi. Основнi припущення моделi пов’язанi з властивостями

дискретних ланцюгiв Маркова, що дозволяє розширити область застосу-

вання отриманих результатiв на бiльш широкий клас об’єктiв. Теоретичнi

результати перевiренi на кластеризацiї часових рядiв,що описують вартостi

N = 470 акцiй S&P500 в перiод з 2013 до 2018 року.

Наукову новизну висновкiв, зроблених на основi отриманих у третьому

роздiлi результатiв, розкривають такi положення:

1. У роботi запропоновано новий метод визначення оптимальної кiль-

костi кластерiв kopt при кластеризацiї об’єктiв, що задаються нестру-

ктурованими даними (графами та часовими рядами) на основi спе-

ктрального аналiзу стохастичної матрицi даного графу.

2. Використовуючи метод Монте-Карло, вдалося показати, що запро-

понований метод дає кращi результати для визначення оптимальної

кiлькостi кластерiв kopt у порiвняннi iз деякими класичними метода-

ми.

3. Оскiльки запропонований алгоритм є спектральним, то його скла-

днiсть збiгається зi складнiстю знаходження власних значень для сто-

хастичної матрицi P .
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4. Описаний алгоритм не є чутливим до кластерiв рiзного розмiру,тобто

спiввiдношення мiж розмiрами кластерiв практично не впливають на

точнiсть алгоритму.

5. Теоретичнi результати роботи перевiрено на реальних даних (N =

470 акцiй S&P500, розглянутих в перiод з 2013 до 2018 року. Ре-

зультати оцiнки оптимального значення kopt збiглися iз вiдповiдними

оцiнками для даних компанiй в iнший перiод часу.

Практичне значення отриманих результатiв

Питання про визначення вiдстанi мiж вимiрюваннями часових рядiв

(даних) та знаходження оптимальної кiлькостi кластерiв залишається вiд-

критим. Досi не iснує унiверсального пiдходу для визначення метрики по-

дiбностi мiж часовими рядами та встановлення оптимальної кiлькостi кла-

стерiв для даних, який однаково добре працює для наборiв даних з рiзних

сфер життєдiяльностi людини. У даному дисертацiйному дослiдженнi опи-

сано новi iдеї та пiдходи до розв’язання вище згаданих проблем. Результати

дисертацiї можуть бути використанi для подiлу на групи (кластеризацiї)

даних, якi представленi графами або часовими рядами. Кластеризацiя до-

зволяє групувати подiбнi данi в категорiї або кластери, що спрощує їхнє

вивчення i використання у майбутньому.

Результати, отриманi у даному дисертацiйному дослiдженнi, можуть

бути використанi при кластеризацiї медичних даних: за допомогою аналi-

зу симптомiв i медичних даних можна класифiкувати пацiєнтiв за рiзними

хворобами або ступенями важкостi захворювань; пiдбирати iндивiдуальнi

пiдходи до лiкування на основi схожостi пацiєнтiв i їх реакцiї на терапiю;

розробляти програми попередження захворювань i проводити цiльовi ме-

дичнi обстеження.
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Використання запропонованих у дисертацiйному дослiдженнi пiдходiв

до рекламної галузi: рекламодавцi можуть створювати кластери спожива-

чiв на основi їхнiх iнтересiв, демографiчних характеристик i поведiнки, щоб

розробляти бiльш ефективнi рекламнi кампанiї; кластеризацiя даних допо-

магає рекламодавцям створювати персоналiзовану рекламу для кожного

сегмента аудиторiї; аналiз кластерiв споживачiв допомагає передбачати по-

пит на продукти i послуги в майбутньому.

В економiцi кластеризацiя даних корисна для: дослiдження конку-

рентної ситуацiї та сегментацiї ринку, що дозволяють компанiям розро-

бляти ефективнi стратегiї маркетингу та розвитку; для оцiнки ризику та

портфельного управлiння; прогнозування економiчних трендiв та розвитку

стратегiї пiд них.

У наш час науковцi вивчають генетичнi схожостi i родовi зв’язки са-

ме за допомогою кластеризацiї. Кластеризацiя може допомогти у видiленнi

регiонiв зi схожим клiматом для дослiдження змiн клiмату. За допомогою

кластеризацiї у соцiологiчних та психологiчних дослiдженнях видiляють

групи осiб зi схожими характеристиками для причинно-наслiдкового ана-

лiзу поведiнки.

Усi цi приклади пiдкреслюють важливiсть кластеризацiї даних у ве-

ликiй кiлькостi галузей життєдiяльностi людини. Завдяки кластеризацiї

даних можна приймати правильнi рiшення в бiзнесi, пiдвищувати ефектив-

нiсть виробництва у промисловостi, оптимiзувати роботу розумних мереж

тощо.

Ключовi слова: марковське перемикання, параметри регресiї, дина-

мiка, модель, моделювання, часовi ряди, машинне навчання, нейроннi ме-

режi, збурене випадкове блукання, стохастичнi диференцiальнi рiвняння,

слабка збiжнiсть, стiйкiсть, стохастична модель оптимiзацiї, ройовий алго-

ритм, подiбнiсть кластерiв.
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ABSTRACT

Knignitska T.V. Estimates of parameters of autoregressive models. – Quali-

fying scientific project on manuscript rights.

Thesis for obtaining the scientific degree of Doctor of Philosophy in speci-

alty 113 – Applied mathematics. – Yury Fedkovich Chernivtsi National Uni-

versity named after, Ministry of Education and Science of Ukraine, Chernivtsi,

2023.

The dissertation paper is devoted to finding the distances between data

measurements, which are represented by time series, and determining the opti-

mal number of clusters based on the eigenvalues of the stochastic matrix of the

graph. The dissertation consists of an introduction, three sections, conclusions,

and a list of used sources.

The introduction substantiates the relevance of the research topic, formulates

the goal, task, subject, object, and methods of the research, indicates the sci-

entific novelty, the practical significance of the results obtained, the connection

of the work with scientific research and the personal contribution of the reci-

pient, and also provides data about where the main results of the dissertation

were reported, discussed and published.

In the first chapter a review of the scientific literature devoted to the

study of time series, in particular, the definition of similarity metrics between

time series and approaches to clustering data, which are presented in the form

of unstructured data types, is carried out. The chronology of the development of

scientific approaches to the problems of clustering, classification, and dimensi-

onality reduction of time series is analyzed in detail. The first paragraph of

Section 1 reflects a general overview of the development of scientific research in

the study of time series and existing metrics for establishing similarity between

time series. The second point describes the methods of researching structural
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jumps in time series. In the third point, an overview of scientific research related

to continuous time series is made. The selection of the optimal number of

clusters when dividing the data into groups is presented in the fourth point.

The second Chapter suggests determining the similarity or distance

between time series using time series models. Stationary ARMA models are

considered, as time series models. The resulting algorithm is compared with

already existing metrics for finding distances in the case of an increase in time

series measurements and in the case of an increase in the number of outli-

ers in the input time series. The resulting algorithm has lower computational

complexity than the DTW and ERP algorithms. The proposed distance can be

used for clustering highly noisy data.

The scientific novelty of the conclusions drawn on the basis of the results

obtained in the second chapter is revealed by the following provisions:

1. An algorithm for finding the distance between time series based on time

series models is described. The resulting distance is more robust to outli-

ers in the time series. In the case of an increase in the number of emi-

ssions, the algorithm proposed in the dissertation research gives better

results (the relative error increases logarithmically) than similar algori-

thms (Euclidean distance, ERP, DTW) for finding the distance between

time series (the relative error increases linearly).

2. The proposed method of finding the distance between time series measurements

gives better results for large time series when the number of measurements

T > 1000. In addition, the computational complexity of the obtained

algorithm is lower than the computational complexity of already existing

algorithms.

The third Chapter deals with the problem of clustering on graphs based

on the eigenvalues of the stochastic matrix of the graph. It is proved that the
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eigenvalues of the stochastic matrix for large graphs (N > 100) are divided

into three groups, one of which is decisive for the number of clusters in the

graph. Using the theory of random matrices, it was possible to show that the

asymptotic distribution of the subgroup of the real parts of the eigenvalues

of the stochastic matrix of the graph is described by the semicircular Wigner

distribution. The use of stochastic matrices made it possible to precisely localize

the eigenvalues responsible for the number of clusters, which could not be done

for adjacency matrices. The main assumptions of the model are related to the

properties of discrete Markov chains, which makes it possible to expand the

scope of the obtained results to a wider class of objects. The theoretical results

were tested on the clustering of time series describing the values of N = 470

shares of S&P500 in the period from 2013 to 2018.

The scientific novelty of the conclusions drawn on the basis of the results

obtained in the third chapter is revealed by the following provisions:

1. The paper proposes a new method for determining the optimal number of

clusters kopt when clustering objects given by unstructured data (graphs

and time series) based on the spectral analysis of the stochastic matrix

of the given graph.

2. Using the Monte Carlo method, it was possible to show that the proposed

method gives better results for determining the optimal number of clusters

kopt in comparison with some classical methods.

3. Since the proposed algorithm is spectral, its complexity coincides with

the complexity of finding eigenvalues for the stochastic matrix P .

4. The described algorithm is not sensitive to clusters of different sizes, that

is, the ratio between the sizes of clusters practically does not affect the

accuracy of the algorithm.
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5. The theoretical results of the work were verified on real data (N = 470

shares of S&P500, considered in the period from 2013 to 2018. The results

of estimating the optimal value of kopt coincided with the corresponding

estimates for these companies in another time period.

Practical significance of the obtained results

The question of determining the distance between measurements of time

series (data) and finding the optimal number of clusters remains open. There

is still no universal approach for determining the similarity metric between

time series and establishing the optimal number of clusters for data, which

works equally well for datasets from different areas of human activity. This

dissertation study describes new ideas and approaches to solving the above-

mentioned problems. The results of the thesis can be used to divide the data into

groups (clustering), which are represented by graphs or time series. Clustering

allows you to group similar data into categories or clusters, which simplifies

their further study and use.

The results obtained in this dissertation research can be used in the clusteri-

ng of medical data: by means of the analysis of symptoms and medical data,

it is possible to classify patients according to different diseases or degrees of

severity of diseases; select individual approaches to treatment based on the si-

milarity of patients and their response to therapy; develop disease prevention

programs and conduct targeted medical examinations.

Applying the approaches proposed in the dissertation research to the adverti-

sing industry: advertisers can create clusters of consumers based on their interests,

demographics, and behaviors to design more effective advertising campaigns;

data clustering helps advertisers create personalized ads for each audience

segment; analysis of consumer clusters helps predict future demand for products

and services.
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In economics, data clustering is useful for: competitive situation research

and market segmentation, allowing companies to develop effective marketing

and development strategies; for risk assessment and portfolio management;

forecasting economic trends and developing strategies for them.

Nowadays, scientists study genetic similarities and ancestral relationships

precisely with the help of clustering. Clustering can help in identifying regions

with similar climates for climate change research. With the help of clustering

in sociological and psychological research, groups of individuals with similar

characteristics are distinguished for further analysis of behavior.

All these examples highlight the importance of data clustering in a large

number of industries, where it helps in understanding and using complex data

sets to make decisions, improve efficiency and achieve greater understanding of

key issues.

Key words: Markov switching, regression parameters, dynamics, model,

simulation, time series, machine learning, neural networks, perturbed random

walk, stochastic differential equations, weak convergence, robustness, stochastic

optimization model, swarm algorithm, cluster similarity.
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ВСТУП

Актуальнiсть теми дослiдження. Моделi штучного iнтелекту на

даний час є найбiльш поширеними в сферi прикладної математики, оскiль-

ки дозволяють пiдвищувати ефективнiсть реальних процесiв [1, 2]. Най-

бiльш поширенi задачi вiдносяться до задач класифiкацiї, кластеризацiї та

обробки великих даних, що зумовлює розв’язання допомiжних пiдзадач в

даних областях штучного iнтелекту [3]. При розглядi вищезгаданих задач

основну роль вiдiграють поняття групи або кластеру, метрики в просторi

об’єктiв та оптимiзацiйних задач, що дозволяють розв’язувати задачi шту-

чного iнтелекту в цiлому, так i задач машинного навчання та глибинного

навчання зокрема.

Основнi класичнi методи штучного iнтелекту стрiмко розвиваються

з 60-70 рокiв минулого столiття [1] внаслiдок комп’ютеризацiї суспiльства

i виробництва. Першими задачами даного напрямку можна вважати за-

дачi класифiкацiї та кластеризацiї, якi включають багато iнших пiдзiдач,

пов’язаних з ними, для прийняття рiшення групування про об’єктiв. До

таких пiдзадач вiдносяться питання пiдбору метрики в просторi об’єктiв

та вибiр оптимальної кiлькостi кластерiв в задачах кластеризацiї [4, 5, 6]

. Крiм того, задачi пошуку метрики в просторi об’єктiв ускладняються за

умови класифiкацiї та кластеризацiї неструктурованих даних, до яких мо-

жна вiднести часовi ряди, графи, тексти, рисунки тощо.

Задачами машинного навчання займалися та займаються багато ви-

датних українських та зарубiжних науковцiв, серед яких слiд вiдзначити

роботи A. Ethem, A. Y. Ng., P. Hart, W.S. Sarle, T.M. Mitchell, C. Bishop,

В. Вапнiка, О.Червоненкiса, В. Марченка та Л. Пастура. Данi роботи при-

свяченi як аналiзу основник класичних моделей i створенню нових моде-

лей, так i дослiдженню сумiжних теоретичних результатiв, що дозволяють
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бiльш точно описувати топологiю реальних даних. Основна увага роботи

присвячена задачам, сумiжним iз задачами класифiкацiї та кластеризацiї,

а саме задачам покращення метрики в просторi часових рядiв та проблемi

пошуку оптимальної кiлькостi кластерiв в задачах кластеризацiї.

Мета дослiдження полягає у розв’язаннi двох пiдзадач кластериза-

цiї даних – визначеннi вiдстанi мiж вимiрюваннями даних та знаходжен-

нi оптимальної кiлькостi кластерiв даних при розбиттi вхiдного набору

неструктурованих даних на пiдгрупи. Вiдносна похибка вимiрювань для

отриманої метрики повинна бути меншою у порiвняннi з уже iснуючими

метриками при зростаннi кiлькостi викидiв у неструктурованих даних та

збiльшеннi кiлькостi вимiрювань часових рядiв (для довгих часових рядiв,

кiлькiсть вимiрювань є бiльшою за 1000). Порiвняти запропонованi агори-

тми з уже iснуючими на прикладi реальних даних та даних, симульованих

за допомогою методу Монте-Карло.

Завдання, якi виконувалися для досягнення сформульованої мети: 1.

Розробити нову метрику в просторi стацiонарних часових рядiв, яка має

ряд переваг над класичними моделями метрик в просторi часових рядiв та

яка є бiльш стiйкою до викидiв i дає бiльш точнi результати для часових

рядiв з великою кiлькiстю вимiрювань. 2. Побудувати новий метод визна-

чення оптимальної кiлькостi кластерiв при розглядi задач кластеризацiї

об’єктiв, що задаються неструктурованими даними (графами, часовими ря-

дами тощо) на основi спектрального аналiзу стохастичної матрицi графу.

3. Використати метод Монте-Карло для порiвняння запропонованого ме-

тоду пiдбору кiлькостi кластерiв у порiвняннi з рядом класичних методiв.

4. Визначити, чи розроблений алгоритм знаходження оптимальної кiлько-

стi кластерiв є менш чутливим до наявностi кластерiв рiзного розмiру. 5.

Зменшити обчислювальну складнiсть алгоритму знаходження вiдстанi мiж

даними з використанням запропонованої метрики для N часових рядiв.
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Об’єктом дослiдження є реальнi данi, представленi часовими ря-

дами. Будь-який тип iнформацiї, представлений у виглядi впорядкованої

послiдовностi, є часовим рядом. Його можна визначити як сукупнiсть спо-

стережень за одним суб’єктом, зiбраних протягом рiзних, як правило, одна-

кових промiжкiв часу. Iншими словами, об’єктом дослiдження є данi, зiбра-

нi в рiзнi моменти часу та органiзованi в хронологiчному порядку. Часовi

ряди представляють iнформацiю про поширення захворювань у медицинi,

про прогнозування курсу валют у економiцi, про групування користувачiв

при розсилцi реклами у маркетингу тощо.

Предметом дослiдження є метрики визначення вiдстаней мiж вимi-

рюваннями неструктурованих даних, методи визначення оптимальної кiль-

костi кластерiв та оцiнка параметрiв моделей часових рядiв.

Методи дослiдження. Пошук схожостi, який включає визначення

ступеня подiбностi мiж двома або бiльше наборами даних часових рядiв,

є фундаментальним завданням аналiзу часових рядiв. В аналiзi часових

рядiв iснують численнi пiдходи для пошуку подiбностi, включаючи евклi-

дову вiдстань, динамiчну деформацiю часу (DTW, Dynamic Time Warpi-

ng) та вiдстань зi штрафом (EDR, Edit Distance with Real penalty). Обра-

ний пiдхiд визначається iндивiдуальною метою, обсягом i складнiстю збо-

ру даних, а також кiлькiстю шуму та викидiв у даних. Метод, описаний

у дисертацiйному дослiдженнi Кнiгнiцької Т.В. передбачає використання

ARMA(p,q) моделей часових рядiв для визначення вiдстанi мiж самими

часовими рядами. У такому випадку вiдстань знаходиться не мiж вимi-

рюваннями даних, як це вiдбувається у класичних вищезгаданих методах,

а за допомогою параметрiв процесiв авторегресiї та ковзного середнього

часових рядiв. Метод лiктя (Elbow Method) та метод силуету (Silhouette

Method) є найбiльш популярними методами для встановлення оптималь-

ної кiлькостi кластерiв. Основна iдея методу лiктя полягає в тому, що зi
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збiльшенням кiлькостi кластерiв варiацiя всерединi кожного кластера змен-

шується. Метод силуету передбачає, що кожен кластер представлений так

званим силуетом, який заснований на порiвняннi його щiльностi та роздiле-

ностi. Тому, зазвичай, на практицi, цi методи показують рiзнi результати.

Для визначення оптимальної кiлькостi кластерiв у дисертацiйному дослi-

дженнi Кнiгнiцької Т.В. використано стохастичнi матрицi графу та власти-

востi дискретних ланцюгiв Маркова. Використання стохастичних матриць

графу дає змогу точно локалiзувати власнi значення, що вiдповiдають за

кiлькiсть кластерiв. Отриманi у дисертацiйному дослiдженнi методи порiв-

нюються з уже iснуючими алгоритмами визначеннi вiдстанi та методами

знаходження оптимальної кiлькостi кластерiв.

Зв’язок роботи з науковими програмами, планами, темами

Обраний напрям дослiдження вiдповiдає програмi наукової темати-

ки кафедри прикладної математики та iнформацiйних технологiй Чернiве-

цького нацiонального унiверситету iменi Юрiя Федьковича "Математичне

моделювання i числово-аналiтичнi методи дослiдження динамiчних та iн-

формацiйних процесiв".

Наукова новизна одержаних у роботi результатiв полягає в тому, що

для розв’язання пiдзадач кластеризацiї уперше:

1. Запропоновано нову метрику для знаходження мiри подiбностi в

просторi стацiонарних часових рядiв, представлених моделямиARMA(p, q).

Отримана метрика базується на параметрах моделi, а не на самих вимiрю-

ваннях часових рядiв.

Для початку вхiднi данi необхiдно нормалiзувати, пiдiбрати порядок

для параметрiв процесу авторегресiї p та процесу ковзного середнього q.

Вибiр вказаних параметрiв здiйснено на основi автокореляцiйної та частин-

ної автокореляцiйної функцiї часового ряду.

2. Здiйснено порiвняння запропонованої метрики з класичними моде-
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лями метрик в просторi часових рядiв. 3. Показала, що отримана метрика

є бiльш стiйкою до викидiв i дає бiльш точнi результати для часових рядiв

з великою кiлькiстю вимiрювань.

4. Встановлено, що складнiсть алгоритму обчислення з використанням

запропонованої метрики для N часових рядiв складає O(T ∗ N 2), в той

же час аналогiчна складнiсть алгоритмiв DTW, ERP становить O(T 2N 2).

За рахунок стiйкостi до викидiв дана метрика дозволяє отримувати бiльш

стiйкi до шумiв кластери.

5. Запропоновано новий метод визначення оптимальної кiлькостi кла-

стерiв при розглядi задач кластеризацiї об’єктiв, що задаються неструкту-

рованими даними (графами, часовими рядами тощо) на основi спектраль-

ного аналiзу стохастичної матрицi даних.

6. Показано, що дiйснi частини власних значень стохастичної матрицi

графу можна роздiлити на три групи. До першої групи вiдноситься 1, так

як вона завжди присутня серед власних значень. До другої групи вiднося-

ться власнi значення стохастичної матрицi, якi є близькими до нуля, але не

є нулями. До третьої групи вiдносяться тi власнi значення, якi знаходяться

мiж 0 та 1. Якраз кiлькiсть власних значень у третiй групi i вiдповiдає

оптимальнiй кiлькостi кластерiв для вхiдних даних.

7. За допомогою симуляцiї методом Монте-Карло, показано, що за-

пропонований метод пiдбору кiлькостi кластерiв дає кращi результати для

визначення оптимальної кiлькостi кластерiв у порiвняннi з рядом класи-

чних методiв (Марковський алгоритм з двома типами параметрiв та метод

лiктя). Симуляцiя Монте-Карло використана для утворення багатовимiр-

них даних — графу з фiксованою кiлькiстю сукупностей (кластерiв). Таким

чином для порiвняння запропонованого методу вибору оптимальної кiль-

костi кластерiв з Марковським алгоритмом та методом лiктя оптимальна

кiлькiсть кластерiв була наперед заданою.
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8. Встановлено, що розроблений алгоритм знаходження оптимальної

кiлькостi кластерiв є менш чутливим до наявностi кластерiв рiзного розмi-

ру.

Практичне значення отриманих результатiв

Практичне значення роботи важко переоцiнити. Результати, отриманi

у дисертацiйному дослiдженнi, можуть бути використанi при кластеризацiї

медичних даних: за допомогою аналiзу симптомiв i медичних даних можна

класифiкувати пацiєнтiв за рiзними хворобами або ступенями важкостi за-

хворювань; пiдбирати iндивiдуальнi пiдходи до лiкування на основi схожо-

стi пацiєнтiв i їх реакцiї на терапiю; розробляти програми попередження

захворювань i проводити цiльовi медичнi обстеження. Важливо вiдзначити,

що спецiалiст з аналiзу даних не приймає рiшення про методи лiкування,

а лише надає статистичнi результати та висновки спецiалiсту-медику.

Використання запропонованих у дисертацiйному дослiдженнi пiдходiв

до рекламної галузi: рекламодавцi можуть створювати кластери спожива-

чiв на основi їхнiх iнтересiв, демографiчних характеристик i поведiнки, щоб

розробляти бiльш ефективнi рекламнi кампанiї; кластеризацiя даних допо-

магає рекламодавцям створювати персоналiзовану рекламу для кожного

сегмента аудиторiї; аналiз кластерiв споживачiв допомагає передбачати по-

пит на продукти i послуги в майбутньому.

У економiцi кластеризацiя даних корисна для: дослiдження конку-

рентної ситуацiї та сегментацiї ринку, що дозволяють компанiям розро-

бляти ефективнi стратегiї маркетингу та розвитку; для оцiнки ризику та

портфельного управлiння; прогнозування економiчних трендiв та розвитку

стратегiї пiд них.

У наш час науковцi вивчають генетичнi схожостi i родовi зв’язки са-

ме за допомогою кластеризацiї. Кластеризацiя може допомогти у видiленнi

регiонiв з схожим клiматом для дослiдження змiн клiмату. За допомогою
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кластеризацiї у соцiологiчних та психологiчних дослiдженнях видiляють

групи осiб зi схожими характеристиками для подальшого аналiзу поведiн-

ки.

Усi цi приклади пiдкреслюють важливiсть кластеризацiї даних у вели-

кiй кiлькостi галузей, де вона допомагає у зрозумiннi i використаннi скла-

дних наборiв даних для прийняття рiшень, пiдвищення ефективностi та

досягнення бiльшого розумiння ключових питань.

Особистий внесок здобувача. У всiх працях дисертантка брала

участь в обговореннi постановки задачi, визначеннi мети роботи, виборi

методiв дослiджень i пiдготовцi матерiалiв до публiкацiї у наукових жур-

налах та представленнi на наукових конференцiях. Основнi результати та

висновки обговорювалися з науковим керiвником – доктором фiз.-мат. на-

ук, професором Маликом I.В. (Чернiвецький нацiональний унiверситет iме-

нi Юрiя Федьковича).

Зокрема, у [7] дисертантка описала новий алгоритм знаходження вiд-

станi мiж часовими рядами, який базується на моделях часових рядiв. У

роботi [8] використано запропонований алгоритм [7] при аналiзi фiзичних

даних. Алгоритм для знаходження оптимальної кiлькостi кластерiв описа-

но у [9]. Дослiдження [10] є прикладом застосування аналiзу часових рядiв

до прогнозування смартностi вiд вiрусу COVID-19. Дисертантка описала

основнi статистичнi пiдходи до аналiзу медичних даних у роботi [11]. По-

рiвняння методiв машинного навчання описано у дослiдженнях [12, 13].

Апробацiя матерiалiв дисертацiї

1. Мiжвузiвський науковий семiнар “Прикладнi задачi та IТ-технологiї”,

присвячений 100-рiччю з дня народження професора В.П. Рубаника (1917-

1993) i 55-рiччю кафедри прикладної математики та iнформацiйних техно-

логiй, 9 – 10 червня 2017, Чернiвцi, Україна.

2. Scientific conference of doctoral students "Contemporary trends in the
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development of science: visions of young researchers June 15, 2017, Moldova.

3. VI Мiжнародна науково-практична конференцiя «Проблеми iнфор-

матики та комп’ютерної технiки» (ПIКТ – 2017), 5-8 жовтня 2017, Чернiвцi,

Україна.

4. Мiжнародна наукова конференцiя «Cучаснi проблеми математики

та її застосування в природничих науках i iнформацiйних технологiях»,

присвяченої 50-рiччю факультету математики та iнформатики Чернiве-

цького нацiонального унiверситету iменi Юрiя Федьковича, 17 – 18 вересня,

2018, Чернiвцi, Україна.

5. VII Мiжнародна науково-практична конференцiя «Проблеми iнфор-

матики та комп’ютерної технiки» (ПIКТ – 2018), 11-14 жовтня, 2018, Чер-

нiвцi, Україна.

6. VIII Мiжнародна науково-практична конференцiя «Проблеми iн-

форматики та комп’ютерної технiки» (ПIКТ – 2019), 3-6 жовтня, 2019,

Чернiвцi, Україна.

7. International conference “Modern stochastics: theory and applications

V”, June 1–4, 2021, Kyiv, Ukraine.

8. Мiжнародна наукова конференцiя "Диференцiально-функцiональнi

рiвняння та їх застосування присвячена 80-рiччю вiд дня народження про-

фесора В.I. Фодчука (1936–1992), 28 – 30 вересня, 2016, Чернiвцi, Україна.

Структура й обсяг дисертацiї Дисертацiйне дослiдження склада-

ється з анотацiй двома мовами, списку опублiкованих праць автора, пере-

лiку умовних позначень, вступу, трьох роздiлiв, висновкiв, списку викори-

станих джерел (193 позицiй) i Додатку (список публiкацiй здобувачки за

темою дисертацiї).

Загальний обсяг роботи – 152 сторiнки, робота мiстить 2 таблицi та 10

рисункiв.
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РОЗДIЛ I. ОГЛЯД IСНУЮЧИХ ДОСЛIДЖЕНЬ

Розвиток пiдходiв до аналiзу часових рядiв та прогнозування є поета-

пним та пов’язаним з рiзними досягненнями в науцi та технологiях. Робота

в галузi статистики почалася у XIX столiттi з розвитком методiв для оцiнки

середнього руху та використання лiнiйної регресiї для моделювання трен-

дiв у часових рядах. У XX столiттi були розробленi моделi авторегресiї та

ковзного середнього, якi дозволили бiльш точно моделювати та прогнозу-

вати часовi ряди. Застосування методiв аналiзу автокореляцiї та частко-

вої автокореляцiї стало важливим кроком для виявлення залежностей мiж

значеннями в часовому рядi.

XXI столiття розпочалося з розвитку бiльш складних моделей, та-

ких як векторна авторегресiйна модель [14] (Vector Autoregression, VAR),

GARCH [15] (узагальнена авторегресiйна модель гетероскедастичностi) та

iншi. Застосування такого роду моделей стало можливим завдяки розви-

тку комп’ютерiв та програмного забезпечення для аналiзу даних. На пiку

популярностi у даний час знаходяться методи машинного навчання, такi

як рекурентнi нейроннi мережi (Recurrent neural network, RNN) [16], гли-

бокi нейроннi мережi (Deep Neural Networks, DNN) [17] та їх використання

для аналiзу та прогнозування часових рядiв. Природно, що всi вище зга-

данi пiдходи є тiсно пов’язаними мiж собою – розвиток певного напрямку

дослiджень спонукає новi вiдкритття у сумiжних напрямках. Розвиток цi-

єї галузi продовжується. Науковцi та аналiтики поєднують та порiвнюють

традицiйнi методи з новими технологiями для бiльш точного та ефектив-
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ного аналiзу часових рядiв.

У даному роздiлi розглянуто розвиток наукових пiдходiв до аналiзу ча-

сових рядiв, огляд iснуючих метрик подiбностi мiж вимiрюваннями часових

рядiв, визначення оптимальної кiлькостi кластерiв та напрямки застосува-

ння вказаних теоретичних напрацювань у рiзних сферах життєдiяльностi

людини.

1.1. Мiри подiбностi мiж часовими рядами

Теорiя багатьох методiв машинного навчання фундаментально ґрун-

тується на концепцiї вимiрювання вiдстаней. Одним iз таких важливих по-

казникiв вiдстанi є вiдстань Махаланобiса [18], яка, якщо дослiджувати

її в контекстi вихiдного та головного компонентiв, дає безцiнне розумi-

ння. Maesschalck та iншi розглядали вiдстань Махаланобiса та її зв’язок

iз бiльш загальновiдомою Евклiдовою вiдстанню (метрикою). Крiм того,

автори описали рiзнi методи, якi використовують вiдстань Махаланобiса

при застосовуванi в рiзних сферах, включаючи багатовимiрне калiбруван-

ня, розпiзнавання образiв i керування процесом. Взагалi, вiдстань Махала-

нобiса -– це показник, який використовується для кiлькiсного визначення

вiдмiнностi мiж двома точками даних у багатовимiрному наборi даних, вра-

ховуючи кореляцiї мiж змiнними. На вiдмiну вiд Евклiдової вiдстанi, яка

розглядає змiннi як некорельованi та однаково зваженi, вiдстань Махала-

нобiса враховує коварiацiйну структуру даних. Як наслiдок, це забезпечує

точнiшу мiру несхожостi в багатовимiрному просторi.

Вiдстань Махаланобiса фактично масштабує Евклiдову вiдстань за до-

помогою коварiацiйної матрицi, дозволяючи їй враховувати змiннi кореля-

цiї. Це коригування особливо цiнне, коли розглядаються набори даних, де

змiннi не є незалежними. Ключова вiдмiннiсть мiж Евклiдовою вiдстан-

ню та вiдстанню Махаланобiса полягає в тому, як вони обробляють змiннi
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та їхнi кореляцiї. Евклiдова вiдстань розглядає змiннi як некорельованi та

надає однакову важливiсть кожнiй змiннiй. I, навпаки, вiдстань Махалано-

бiса коригує змiннi кореляцiї, враховуючи їх пiд час вимiрювання вiдстанi

мiж точками даних. Це робить вiдстань Махаланобiса особливо корисною

пiд час роботи з багатовимiрними наборами даних, де змiннi можуть бути

взаємопов’язанi.

Розпiзнавання образiв передбачає класифiкацiю об’єктiв або зразкiв у

заздалегiдь визначенi категорiї на основi їхнiх вимiряних характеристик.

Вiдстань Махаланобiса є цiнним iнструментом для завдань розпiзнавання

образiв, оскiльки вона враховує змiннi кореляцiї. Це допомагає ефективно

розрiзняти рiзнi класи або групи, враховуючи структуру коварiацiї даних.

У промислових процесах монiторинг i контроль є важливими для забез-

печення якостi продукцiї та ефективностi процесу. Вiдстань Махаланобiса

використовується для виявлення аномалiй i вiдхилень вiд нормальних умов

експлуатацiї. Аналiзуючи вiдстань Махаланобiса мiж новими вимiрювання-

ми та iсторичними даними, вiдхилення процесу можна виявити на раннiй

стадiї, дозволяючи вчасно вжити коригувальнi дiї. Розумiння та використа-

ння вiдстанi Махаланобiса дає змогу дослiдникам i практикам отримувати

значущi iдеї з багатовимiрних даних, що в кiнцевому пiдсумку сприяє роз-

витку наукових i промислових пiдходiв.

Мiри подiбностi є фундаментальними при здiйсненнi кластеризацiї,

оскiльки вони визначають поняття близькостi мiж точками даних. Рiзнi

показники подiбностi враховують рiзнi аспекти зв’язкiв даних, i їх вибiр

залежить вiд характеристик набору даних i цiлей аналiзу. Для даних часо-

вих рядiв, де часова кореляцiя часто є значущим фактором, вибiр вiдповiд-

ної метрики подiбностi особливо важливий. Традицiйна Евклiдова вiдстань

може не враховувати належним чином часовi залежностi та кореляцiї в да-

них, як уже було зазначено вище. Таким чином, альтернативнi показники
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подiбностi, такi як динамiчна трансформацiя часової шкали (Dynamic Ti-

me Warping, DTW) або коефiцiєнт кореляцiї Пiрсона, стають важливими

iнструментами для аналiзу кластеризацiї. У контекстi побудови моделей

енергоспоживання надзвичайно важливим є розумiння часової кореляцiї

мiж точками даних споживання енергiї. Для енергоефективностi будiвель

ключовими є такi фактори, як щоденний графiк використання примiщень,

погоднi умови та кiлькiсть людей, якi перебувають у будiвлi. Визначення

цих моделей i групування подiбних точок даних може призвести до бiльш

точних моделей прогнозування i бiльш ефективних стратегiй управлiння

енергiєю.

На додаток до вивчення впливу рiзних показникiв подiбностi, стаття

[19] представляє нову технiку перевiрки пiд назвою "баланс кластерного

вектора". Цей метод спрямований на оцiнку та порiвняння продуктивностi

алгоритмiв кластеризацiї. Кластерний векторний баланс оцiнює розподiл

точок даних у кластерах i визначає, чи вони рiвномiрно збалансованi, чи

перекошенi. Рiвномiрний розподiл точок даних мiж кластерами вказує на

надiйне та ефективне рiшення кластеризацiї, тодi як незбалансований роз-

подiл може означати неоптимальний результат.

Вимiрювання та аналiз деформацiї часової шкали для визначення по-

дiбностi мiж часовими рядами представленi також у роботi [20]. У працi

автора дослiджується використання рiзних методiв, включаючи мiнiмаль-

ну норму (L1), найменшi квадрати (L2), фiльтрацiю Калмана та аналiз

часових рядiв (зокрема, моделi Бокса-Дженкiнса) у контекстi визначен-

ня деформацiї. Автор вирiшує проблеми, пов’язанi з отриманням точних

сигналiв iз даних деформацiї, особливо при роботi з викидами та екологi-

чними порушеннями, такими як вiтер, дощ i коливання температури. На

попереднiх етапах аналiзу деформацiї використовуються такi традицiйнi

методи, як мiнiмальна норма (L1) i методи найменших квадратiв (L2), якi
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часто доповнюються пiдходами надiйної оцiнки. Однак цi традицiйнi мето-

ди мають властивi обмеження при застосуваннi до неперервних вимiрювань

деформацiї, зiбраних за допомогою моторизованих тахеометрiв, також вi-

домих як роботи-геодезисти. Цi обмеження випливають iз неврахування

кореляцiї даних, яка є фундаментальною характеристикою даних часових

рядiв.

У зв’язку зi збiльшенням можливостей накопичувальних пристроїв,

зазвичай доводиться мати справу з високочастотними даними. Проблеми

та пiдходи, пов’язанi з виявленням знань у базах даних, зокрема в контекс-

тi розробки комп’ютерних засобiв для дослiдження великих сховищ даних,

обговорено у роботi [21]. Електроннi архiви даних швидко розширюються

та охоплюють рiзноманiтнi типи даних з рiзних областей, включаючи ко-

мерцiйний i науковий сектори. Значна частина таких даних за своєю суттю

є часовими рядами, як-от курс акцiй S&P500 або данi телеметрiї NASA.

Основна увага у статтi [21] зосереджена на завданнi виявлення патернiв у

таких часових потоках даних, що є ключовим аспектом одержання знань.

Автори описали попереднi експерименти, якi включають пiдхiд на осно-

вi динамiчного програмування для виявлення шаблонiв у часових даних.

Основний алгоритм, який використовується для цiєї мети, базується на

технiцi динамiчного викривлення часу DTW (трансформацiя часової шка-

ли), методi, який зазвичай використовується в галузi розпiзнавання мови.

У дослiдженнi вказано, що цей пiдхiд розглядається як потенцiйне рiшен-

ня для виявлення закономiрностей у часових потоках даних, що дає змогу

зазирнути в поточнi дослiдження чи експерименти в цiй галузi.

Дослiдження [15] присвячене представленню нової функцiї для визна-

чення подiбностi часових рядiв пiд назвою "редагування вiдстанi iз реаль-

ним штрафом" (Edit Distance with Real Penalty, ERP). ERP є значним до-

повненням до аналiзу часових рядiв, оскiльки вона ефективно долає розрив
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мiж L1-нормою та дистанцiєю коригування. Вона демонструє характери-

стики як норми L1, так i вiдстанi коригування, що робить його цiнною

метричною функцiєю вiдстанi для обробки даних часових рядiв. ERP про-

понує переваги метричної функцiї вiдстанi, яка узгоджується з iснуючими

функцiями вiдстанi, такими як Dynamic Time Warping (DTW) i Longest

Common Subsequence (LCSS), якi зазвичай використовуються для аналi-

зу часових рядiв. Визначальною особливiстю ERP є її здатнiсть керувати

локальним зсувом часу, що є ключовим аспектом аналiзу даних часових

рядiв.

Крiм того, у роботi [15] представлено нову нижню межу для функцiї

вiдстанi ERP. На вiдмiну вiд iснуючих нижнiх меж, якi вимагають бага-

товимiрного iндексування, ця запропонована нижня межа є одновимiрною

та може бути легко реалiзована в структурi B+ дерева. Ця реалiзацiя не

тiльки зменшує вимоги до пам’ятi, але й мiнiмiзує потенцiйнi витрати на

введення-виведення, сприяючи ефективностi пошуку подiбностi часових

рядiв. Комбiнацiя методiв скорочення, розглянута в данiй статтi, вклю-

чаючи використання нерiвностi трикутника та нижнiх меж, представляє

iнновацiйний пiдхiд до iндексування даних часових рядiв. Це об’єднання

можна розглядати як розширення структури GEMINI, що пропонує покра-

щений метод для ефективного управлiння та запиту даних часових рядiв

у метричному просторi.

Таким чином, автори розробили надiйну функцiю метричної вiдстанi

для пошуку подiбностi часових рядiв. Крiм того, запропонована функцiя

представляє нову одновимiрну нижню межу, яку можна легко iнтегрувати

в структури iндексування, такi як B+ дерева, пiдвищуючи ефективнiсть

операцiй зберiгання та запитiв. Пiдхiд, запропонований у статтi [15], у наш

час є значним прогресом у галузi iндексування та запиту даних часових

рядiв за допомогою метричних функцiй вiдстанi.
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Пiзнiше науковець Lei Chen та iн. зосередилися на вирiшальному аспе-

ктi пошуку подiбностi траєкторiй рухомих об’єктiв – визначеннi стiйкої

функцiї вiдстанi [22]. Ключова проблема в цьому контекстi полягає в тому,

що iснуючi функцiї вiдстанi, як правило, чутливi до рiзних недосконалостей

у даних траєкторiї, таких як шум, зсув у часi та масштабування. На пра-

ктицi такi недолiки часто виникають через збої датчикiв, помилки в технiцi

виявлення, зовнiшнi сигнали перешкод або коливання частоти дискретиза-

цiї. Не завжди можливо правильно очистити данi, щоб усунути лише вказа-

нi недолiки. Щоб пом’якшити цi проблеми, у статтi [22] представлено нову

функцiю вiдстанi – вiдредаговану вiдстань у реальнiй послiдовностi (Edit

Distance on Real sequence, EDR). EDR спецiально розроблено для захисту

вiд недосконалостi даних, що робить його добре придатним для аналiзу та

порiвняння траєкторiй рухомих об’єктiв, на якi впливають шум, зсув по

часовiй шкалi та масштабування.

У статтi [22] проведено поглиблений аналiз та порiвняння EDR з кiль-

кома популярними функцiями вiдстанi, якi зазвичай використовуються в

цiй областi. До них належать Евклiдова вiдстань, динамiчне трансфор-

мацiя часової шкали (DTW), редагування вiдстанi з реальним штрафом

(ERP) i найдовшi загальнi пiдпослiдовностi (LCSS). Результати цього по-

рiвняльного аналiзу показують, що EDR перевершує Евклiдову вiдстань,

DTW i ERP з точки зору стiйкостi. Крiм того, показано, що EDR в се-

редньому на 50% точнiший, нiж LCSS. На додаток до введення функцiї

вiдстанi EDR, у статтi запропоновано три методи скорочення, спрямованi

на пiдвищення ефективностi пошуку EDR. Цi методи призначенi для опти-

мiзацiї процесу пошуку шляхом ефективного звуження потенцiйних збiгiв.

Експериментальнi результати пiдтверджують ефективнiсть цих комбiнова-

них методiв обрiзання, пiдкреслюючи їх високу ефективнiсть у вiдновленнi

траєкторiй рухомих об’єктiв на основi подiбностi.
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Коротко кажучи, дослiдження Lei Chen та iн. стосується критичної

проблеми визначення стiйкої функцiї вiдстанi для пошуку траєкторiй рухо-

мих об’єктiв, на якi впливають рiзнi недосконалостi даних. Воно представ-

ляє функцiю вiдстанi EDR як рiшення, яке чудово справляється з перешко-

дами та недосконалими даними траєкторiї. Порiвняльний аналiз i експери-

ментальнi результати, наведенi в статтi, обґрунтовують ефективнiсть EDR

порiвняно з iншими популярними функцiями вiдстанi та пiдкреслюють пiд-

вищення ефективностi, досягнуте за допомогою запропонованих методiв.

Ще однiєю мiрою подiбностi мiж двома наборами або множинами да-

них є коефiцiєнт Танiмото (Tanimoto coefficient), також вiдомий як Jaccard

coefficient або Jaccard similarity. Коефiцiєнт Танiмото визначає, наскiльки

схожi двi множини, порiвнюючи кiлькiсть спiльних елементiв з загальною

кiлькiстю елементiв у обох множинах. Дана мiра широко застосовується до

хiмiчних структур. У дослiдженнi [23] наведено новий простий доказ того,

що вiдстань Танiмото задовольняє нерiвнiсть трикутника. Нерiвнiсть три-

кутника вiдображає геометричний принцип, згiдно з яким найкоротший

шлях мiж двома точками – це пряма лiнiя. Якщо цей принцип не вико-

нується, то виникають геометрично неможливi ситуацiї. Нерiвнiсть три-

кутника допомагає гарантувати, що вимiрювання вiдстаней мають сенс i

коректно використовуються в аналiзi даних.

Розроблену теорiю щодо метрик визначення вiдстаней мiж наборами

даних часових рядiв вдало поєднали Mori та iн. у роботi [24], представив-

ши пакет «TSdist», який служить комплексним iнструментом для обчисле-

ння широкого дiапазону показникiв подiбностi для даних часових рядiв у

середовищi програмування R. Автори обговорили важливiсть визначення

мiри вiдстанi мiж даними часових рядiв, що вiдiграє вирiшальну роль у

рiзних завданнях аналiзу даних, таких як кластеризацiя та класифiкацiя.

У дослiдженнi представлено рiзноманiтнiсть способiв вимiрювань вiдстанi
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в часових рядах, якi були розробленi протягом багатьох рокiв для задо-

волення рiзних аналiтичних потреб. Запропонований пакет «TSdist» має

на метi забезпечити унiфiковану структуру для обчислення широкого спе-

ктру вимiрювань подiбностi часових рядiв, доступних у R, об’єднуючи цi

показники в єдиний iнструмент. Пакет мiстить деякi популярнi заходи ви-

мiрювання вiдстанi, якi ранiше були недоступнi в R, розширюючи дiапазон

опцiй, доступних для аналiтикiв.

Окрiм впровадження нових опцiй, пакет TSdist також пропонує обо-

лонки для функцiй, якi вже включенi в iншi пакети R, спрощуючи процес

роботи з мiрами подiбностi. TSdist виходить за рамки обчислення вiдстанi,

пiдтримуючи застосування методiв знаходження вiдстанi в кластеризацiї та

класифiкацiї. Пакет TSdist не лише розширює можливостi R, вводячи новi

показники, а також надає унiфiковану платформу для роботи з iснуючими

показниками, що робить його цiнним ресурсом для аналiтикiв i дослiдникiв

даних, якi працюють з даними часових рядiв.

1.2. Структурнi стрибки у часових рядах

Багато реальних процесiв, якi представленi часовими рядами або гра-

фами, характеризуються рiзкою змiною у поведiнцi тренду. Такi змiни мо-

жуть бути зумовленi економiчною кризою у свiтi, локдауном через поши-

рення певного вiрусу, полiтичними рiшеннями, змiнами у законодавствi, те-

хнологiчними iнновацiями, демографiчними трансформацiями тощо . Вна-

слiдок цього виникають так званi структурнi розриви або стрибки у ча-

сових рядах. У такому випадку послiдовнiсть даних можна представляти

у виглядi послiдовностi функцiй або моделей часового ряду [25]. У роботi

[25] описано деякi пiдходи для визначення структурних розривiв у моделях

часових рядiв. Зокрема, автори показали, як процедури, заснованi на куму-
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лятивнiй сумi, можуть бути модифiкованi для роботи з даними, що мають

послiдовну залежнiсть. Охоплено як структурнi розриви в безумовному та

умовному середньому, так i в структурi дисперсiї та коварiацiї/кореляцiї.

Процедури кумулятивної суми є непараметричними. Якщо данi дозволя-

ють параметричне моделювання, автори стверджують, що пiдходи ймо-

вiрностi можуть бути використанi для вiдновлення структурних розривiв.

Крiм того, у роботi [25] описано оцiнку множинних структурних розривiв

та спосiб роз’єднання структурних розривiв.

Методологiчнi мiркування в контекстi оцiнки, тестування та обчисле-

ння для моделей, якi включають структурнi змiни або стрибки у часовому

рядi, представлено у статтi [26]. Основна мета дослiдження полягає в то-

му, щоб вивчити розробки та їх актуальнiсть в економетричних додатках,

зокрема в рамках лiнiйних моделей. У працi дослiджується значний про-

грес, досягнутий у розширеннi сфери застосування моделей для рiзнома-

нiтних практичних напрямкiв. Ця iнклюзивнiсть поширюється на моделi,

що охоплюють загальнi стацiонарнi регресори, помилки, що виявляють ча-

сову залежнiсть i гетероскедастичнiсть, змiннi трендiв, можливi одиничнi

коренi, коiнтегрованi моделi тощо. У статтi також розглядаються удоско-

налення обчислень, що стосуються побудови оцiнок, пов’язаних iз ними

граничних розподiлiв, процедур тестування для виявлення структурних

змiн i методологiй для визначення кiлькостi цих змiн у наборi даних.

Автори розглянули широкий спектр тем, включаючи останнi розробки,

такi як тестування на загальнi розриви, моделi з ендогенними регресора-

ми (з наголосом на перевагу методу найменших квадратiв над методами

iнструментальних змiнних), квантильнi регресiї, пiдходи на основi Ласо,

панельнi моделi даних, тестування змiн у точностi прогнозу, факторнi мо-

делi та методи висновку, заснованi на асимптотичнiй системi неперервних

записiв. Основна увага статтi зосереджена на «офлайнових методах», якi
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стосуються ретроспективного тестування структурних розривiв у задано-

му наборi даних. Цi методи дозволяють будувати довiрчi iнтервали навколо

передбачуваних дат структурного стрибка.

Дослiдження [27] заклало основу для застосування статистичних мо-

делей для розумiння та прогнозування даних часових рядiв, якi являють

собою послiдовностi спостережень, зiбраних протягом певного часу. У 1978

роцi Akaike описав використання параметричних моделей для аналiзу та

контролю даних часових рядiв. Уже майже 50 рокiв ця робота є значним

внеском у галузi статистики та аналiзу часових рядiв. Одним iз помiтних

внескiв Akaike є розробка iнформацiйного критерiю Akaike (Akaike informati-

on criterion, AIC), який є iнструментом для вибору та порiвняння моделей.

AIC забезпечує кiлькiсний спосiб оцiнки вiдповiдностi рiзних параметри-

чних моделей заданому набору даних часових рядiв. AIC врiвноважує ком-

промiс мiж складнiстю моделi та придатнiстю, дозволяючи дослiдникам

вибрати найбiльш прийнятну модель для своїх даних.

Пiдхiд Akaike до аналiзу часових рядiв iз використанням параметри-

чних моделей працює наступним чином:

• На першому етапi вiдбувається збiр даних часового ряду, який за-

звичай складається зi спостережень, записаних через регулярнi про-

мiжки часу. Це можуть бути данi про цiни акцiй, погоднi показники,

економiчнi показники або будь-якi iншi данi, якi змiнюються з часом.

• На другому етапi вiдбувається пiдбiр моделi: пiдхiд Akaike передба-

чає вибiр параметричної моделi, яка могла б описати базову структу-

ру даних часових рядiв. Цi моделi можуть включати авторегресiю

(Autoregression, AR), ковзне середнє (Mooving Average, MA), авторе-

гресiйне iнтегроване ковзне середню (Autoregression Integrated Movi-

ng Average, ARIMA) або бiльш складнi моделi, такi як моделi просто-
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ру станiв або моделi GARCH (Generalized AutoRegressive Conditional

Heteroskedasticity).

• На третьому етапi має мiсце оцiнка параметрiв моделi за допомогою

доступних даних. Це включає такi методи, як оцiнка максимальної

правдоподiбностi (Maximum likelihood estimation, MLE) або оцiнка

найменших квадратiв (Least Squares Estimation, LSE).

• На четвертому етапi здiйснюється оцiнка вiдповiдностi моделi даним.

Ось тут i вступає в гру AIC. AIC враховує ймовiрнiсть даних, зада-

них моделлю, i штрафує за складнiсть моделi (кiлькiсть параметрiв).

Нижчi значення AIC вказують на те, що моделi краще пiдходять.

Останнi два описанi кроки повторюють для рiзних моделей-кандидатiв

i порiвнюють їхнi значення AIC. Модель з найнижчим AIC часто вважає-

ться найкращою моделлю, оскiльки вона забезпечує баланс мiж хорошим

поясненням даних i не є надто складною. Пiсля вибору найкращої моделi

стає можливим використання її для прогнозування майбутнiх значень ча-

сового ряду та для контролю чи прийняття рiшень на основi прогнозованих

значень.

У наш час пiдхiд Akaike до аналiзу часових рядiв iз використанням

параметричних моделей широко застосовується в рiзних галузях, зокрема

в економiцi, фiнансах, iнженерiї та науцi про навколишнє середовище, для

розумiння та прогнозування даних, що змiнюються в часi. Вiн забезпечує

систематичний i керований даними спосiб вибору вiдповiдних моделей i

прийняття обґрунтованих рiшень на основi даних часових рядiв [28, 29].

Багато статистичних методiв, таких як t-тест, аналiз дисперсiї (ANalysis

Of VAriance, ANOVA), критерiй χ2, регресiйний аналiз та iншi, базуються

на припущеннi про нормальний розподiл даних. У 1972 Shapiro та Francia

представлено модифiковану версiю статистики Шапiро-Вiлка [30], розро-
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блену для оцiнки нормальностi, особливо придатну для великих розмiрiв

вибiрки [31]. Оригiнальний тест Шапiро та Уїлка визначав коефiцiєнти та

критичнi значення для розмiрiв вибiрки до 50 вимiрювань, але цi коефiцi-

єнти вимагали наближення коварiацiйної матрицi статистики нормального

порядку. У роботi [31], навпаки, запропонований тест спирається виключно

на значеннi звичайної статистики нормального розподiлу, яка є вiдомою.

На додаток, у статтi коротко викладаються результати емпiричного ви-

бiркового дослiдження, у якому порiвнюється чутливiсть запропонованої

тестової статистики до традицiйної W -тестової статистики.

У 1885 роцi Сер Френсiс Гальтон вперше визначив термiн "регресiя"

та розробив теорiю бiварiативної кореляцiї, що стала важливим кроком

у розвитку статистичних методiв [32]. Десять рокiв потому Карл Пiрсон

розробив iндекс, який все ще активно використовується для вимiрювання

кореляцiї, вiдомий як коефiцiєнт кореляцiї Пiрсона. Стаття Rodgers та Ni-

cewander [32], написана з нагоди вiдзначення 100-рiччя першої важливої

дискусiї Гальтона про регресiю та кореляцiю, вiдзначила початок цього на-

прямку дослiджень. Автори розпочинають з короткої iсторiї, яка допомагає

зрозумiти еволюцiю статистичних понять кореляцiї. Потiм презентують 13

рiзних формул, кожна з яких представляє рiзнi обчислювальнi та конце-

птуальнi визначення коефiцiєнта кореляцiї r. Кожна формула вказує на

рiзний кут сприйняття показника кореляцiї у сенсi алгебраїчних, геоме-

тричних i тригонометричних пiдходiв. Автори показують, що коефiцiєнт

кореляцiї Пiрсона (або простi функцiї r) можна рiзним чином розглядати

як особливий тип середнього (математичного сподiвання), особливий тип

дисперсiї, вiдношення двох середнiх, вiдношення двох дисперсiй, нахил лi-

нiї, косинус кута i тангенс елiпса, i може бути дослiджений з кiлькох iнших

цiкавих точок зору, розширюючи наше розумiння цього показника та його

застосувань.
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Вимiрювання неперервного монiторингу за своєю суттю мають атри-

бути авторегресiї та автокореляцiї, якi можна ефективно дослiдити за до-

помогою моделей часових рядiв Бокса-Дженкiнса. Тим не менш, викори-

стання складних методiв, таких як авторегресiйне iнтегроване ковзне сере-

днє (ARIMA) або його пiдмножини для фiльтрацiї та прогнозування, може

бути не iдеальним для автоматизованого аналiзу деформацiї в реальному

часi. У дослiдженнi Yam Khoon особлива увага придiляється застосуванню

фiльтра Калмана для вирiшення проблем, пов’язаних iз викидами та за-

шумленими даними. Систематичнi ефекти, пов’язанi з обертанням стовпа,

змiнами масштабу, варiацiями заломлення, а також змiнами горизонталь-

них напрямкiв, нахильних вiдстаней i зенiтних кутiв, моделюються як ком-

поненти вектора стану в рамках прямої фiльтрацiї Калмана та зворотного

згладжування. Дослiдження успiшно демонструє доцiльнiсть реалiзацiї ав-

томатизованого фiльтра Калмана в режимi реального часу для аналiзу

деформацiї.

Щоб пiдтвердити ефективнiсть фiльтра Калмана, у роботi [20] були

проведенi випробування на, здавалося б, "стiйкiй" будiвлi, розташованiй

у Наньянському технологiчному унiверситетi, Сiнгапур. Данi, зiбранi пiд

час цих тестiв, були обробленi за допомогою фiльтра Калмана. За словами

автора, будiвля демонструвала рухи менше 1 мм, що пiдкреслює потенцiал

фiльтра Калмана як цiнного iнструменту для аналiзу деформацiї в режимi

реального часу в сценарiях, де порушення навколишнього середовища та

викиди створюють проблеми для точностi вимiрювань.

Аналiз i пошук траєкторiй об’єктiв у дво- або тривимiрних просторо-

вих середовищах здiйснено також у роботi [33]. Автори вважають, що трає-

кторiї (шаблони або тренди) зазвичай супроводжуються значною кiлькiстю

шуму, що робить традицiйнi показники непридатними для точного аналi-

зу. Щоб вирiшити цю проблему, автори представили неметричнi функцiї
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подiбностi, якi грунтуються на методi найдовшої спiльної пiдпослiдовностi

(Longest Common Subsequence, LCSS). Цi новi функцiї виявляють виня-

ткову стiйкiсть до шуму, пропонуючи iнтуїтивно зрозумiлу мiру подiбностi

мiж траєкторiями, придiляючи бiльше уваги вiдповiдним сегментам у по-

слiдовностi.

Запропонований у роботi пiдхiд дозволяє розтягнути послiдовностi в

часi та отримати глобальну трансляцiю послiдовностей у просторi, забез-

печуючи гнучкiсть у обробцi рiзноманiтних даних траєкторiї. Крiм того,

автори розробили ефективнi наближенi алгоритми, здатнi швидко й ефе-

ктивно обчислювати цi показники подiбностi. Щоб продемонструвати ефе-

ктивнiсть запропонованих методiв, дослiдники провели всебiчнi порiвняння

з добре вiдомими функцiями вiдстанi Евклiда та викривлення часу, викори-

стовуючи як реальнi, так i синтетичнi данi траєкторiї. Висновки показують

перевагу запропонованого пiдходу, особливо в сценарiях iз високим рiвнем

шуму. Науковцi також створили слабшу версiю нерiвностi трикутника та

використали її для побудови структури iндексування для ефективної адре-

сацiї запитiв найближчих сусiдiв, пiдвищуючи практичну кориснiсть отри-

маного пiдходу в задачах пошуку. Крiм того, у роботi [33] представлено

результати експериментальних оцiнок, якi служать для пiдтвердження як

точностi, так i ефективностi описаного пiдходу. Цi експерименти обґрунто-

вують практичну застосовнiсть i стiйкiсть неметричних функцiй подiбностi

на основi LCSS, пропонуючи багатообiцяючi рiшення для аналiзу та пошу-

ку траєкторiй об’єктiв у зашумлених реальних даних.

1.3. Неперервнi часовi ряди

Протягом кiлькох останнiх десятилiть фiзики та iнженери цiкавляться

процесами авторегресiї неперервними в часi (CAR). Першi науковi статтi,
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що дослiджували властивостi та здiйснювали статистичний аналiз таких

процесiв, а також бiльш загальних процесiв неперервної авторегресiї ков-

зного середнього (Continuous-Time Autoregressive Moving Average CARMA),

були написанi Дубом (1944), Бартлеттом (1946), Фiллiпсом (1959) i Дурбi-

ном (1961) [34, 35]. Зараз спостерiгається вiдновлення iнтересу до процесiв,

якi є неперервними в часi, в основному через успiшне використання моде-

лей стохастичних диференцiальних рiвнянь у фiнансах. Один з яскравих

прикладiв – це виведення формули цiни опцiонiв Блека-Шоулза та її уза-

гальнення (Халл i Уайт, 1987). Багато прикладiв економетричних застосу-

вань моделей з неперервним часом можна знайти в книзi Бергстрома (1990)

[36, 37]. Моделi з неперервним часом також успiшно використовувалися для

моделювання нерегулярно розподiлених даних, як показано в роботах Jones

(1981, 1985) та Jones i Ackerson (1990) [38, 39]. Водночас стає очевидним,

що нелiнiйнi моделi часових рядiв краще вiдображають велику кiлькiсть

емпiрично спостережуваних часових рядiв, нiж лiнiйнi моделi. Особливий

успiх мали пороговi моделi ARMA (Autoregressive Moving Average) Тонга

(1983, 1990) [40, 41, 42], якi вдало представляли рiзноманiтнi набори даних.

Моделi ARCH i GARCH, розробленi Енглом (1982) i Боллерслевом (1986)

вiдповiдно [43, 44, 45, 46], також були дуже ефективними у моделюван-

нi фiнансових даних. Нельсон (1990) презентував версiї моделей ARCH i

GARCH для неперервного часу [47, 48].

Використання порогових авторегресiйних процесiв з неперервним ча-

сом (CTAR) у моделюваннi та прогнозуваннi часових рядiв показано також

у роботi [49]. Подiбно до лiнiйного випадку, модель неперервного часу ви-

являється корисною при аналiзi нерiвномiрно розподiлених даних. У роботi

[50] розглянуто аналогiчний пороговий процес ARMA(p, q) з неперервним

часом, де 0 ≤ q ≤ p, шо виражається в термiнах базового p-вимiрного

процесу дифузiї. Описанi рекурсивнi формули для ймовiрностi спостере-
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жень {y(t1), . . . , y(tn)} у контекстi ймовiрностей переходу процесу дифузiї.

У випадку, коли бiлий шум базового процесу i коефiцiєнти ковзного сере-

днього є сталими, характеристична функцiя розподiлу ймовiрностi перехо-

ду основного процесу дифузiї може бути виражена за допомогою форму-

ли Кемерона-Мартiна-Гiрсанова, яка представляє собою явний функцiонал

стандартного броунiвського руху [51, 52, 53, 54], також у статтi обговорено

апроксимацiйнi чисельнi методи для обчислення ймовiрностi Гауса [55], якi

застосовуються до моделювання реальних даних.

Моделi ARMA з неперервним часом, основнi властивостi, зв’язок мо-

делей ARMA з дискретним та неперервним часом, а також висновки, зро-

бленi на основi спостережень, здiйснених у дискретному часi, та нелiнiйнi

процеси, що включають аналоги порогових моделей ARMA Тонга у непе-

рервному часi також детально розглянуто у роботi [56] .

Дедалi частiше у науковiй лiтературi зустрiчаються процеси, якi є не-

перервними у часi. Моделi таких неперервних часових рядiв повиннi врахо-

вувати змiни в реальному часi та контролювати динамiку. Такi моделi нази-

ваються CTARMA (Continuous-time Threshold ARMA). "Сontinuous-time"

означає, що часовий ряд аналiзується на неперервному часовому iнтерва-

лi, а "threshold" вказує на використання порогових значень для контролю

динамiки моделi. Модель CTARMA поєднує в собi iдеї ARMA та порогово-

го аналiзу. Пороговi значення регулюють, коли та якi ARMA-компоненти

активуються. Цi пороговi значення можуть встановлюватися на пiдставi

певних умов або динамiчно мiнятися з часом, в залежностi вiд характери-

стик даних.

Визначення та дослiдження конкретного класу процесiв, вiдомих як

неперервнi пороговi процеси ARMA (CTARMA) описано у роботi [57]. Ав-

тори запропонували унiкальне визначення цих процесiв, описуючи їх у тер-

мiнах слабкого розв’язку певного стохастичного диференцiального рiвня-
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ння. Автори статтi основну увагу придiляють дослiдженню властивостей

стiйкостi процесiв CTARMA. Наведено умови, якi визначають рiзнi аспе-

кти стiйкостi, включаючи швидкоплиннiсть, повторення Харрiса та гео-

метричну ергодичнiсть для процесiв CTARMA. Автори також пiдкреслю-

ють важливiсть певних умов неперервностi, яким задовольняють процеси

CTARMA, що дозволяє аналiзувати їх як незвiднi -процеси. Дослiдження

сприяє розумiнню нелiнiйних моделей у контекстi аналiзу часових рядiв.

Динамiчне байєсiвське моделювання в контекстi аналiзу часових ря-

дiв та прогнозування добре описано у книзi [58], яка зосереджена насам-

перед на практичному застосуваннi теоретичних результатiв. Вона забез-

печує комплексну структуру для розумiння та впровадження динамiчних

лiнiйних моделей (Dynamic linear model, DLM) i дослiджує рiзнi аспекти

байєсiвського моделювання для аналiзу даних часових рядiв. Автори загли-

блюються в специфiку динамiчних лiнiйних моделей, пояснюють їх стру-

ктуру, описують їх використання для аналiзу часових рядiв i прогнозу-

вання. Дослiдники порiвнюють та протиставляють динамiчнi байєсiвськi

моделi з класичними моделями часових рядiв, надаючи розумiння пере-

ваг байєсiвських пiдходiв. Також представлено рiзнi реальнi застосуван-

ня динамiчного байєсiвського моделювання. Загалом, автори пропонують

всебiчне дослiдження динамiчного байєсiвського моделювання для аналiзу

часових рядiв, вiд теорiї до практичного застосування. Книга має на ме-

тi надати читачам знання та iнструменти, необхiднi для моделювання та

прогнозування даних часових рядiв за допомогою байєсiвських методiв, з

акцентом на iнтерактивному аналiзi та практичнiй реалiзацiї за допомогою

програмного забезпечення BATS.

Вибiрка Гiббса (Gibbs sampling) є одним iз методiв Марковського лан-

цюга Монте-Карло (Markov Chain Monte-Carlo, MCMC), який використо-

вується для чисельної апроксимацiї розподiлiв, що складно обчислюються
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аналiтично. Даний стохастичний алгоритм використовується для отриман-

ня вибiрки зi складного розподiлу, якщо вiдомо умовнi розподiли величин,

з якими вiн пов’язаний. У контекстi генеративної моделi для набору ви-

падкових змiнних вибiрка Гiббса може бути ефективно узагальнена в два

окремих етапи [59]. Перший етап полягає в одержаннi розподiлiв ймовiрно-

стей та отриманнi повної щiльностi для всiх випадкових змiнних у моделi.

Крiм того, автор обчислив апостерiорнi умовнi розподiли ймовiрностей для

кожної окремої випадкової змiнної в моделi. Другий етап мiстить генера-

цiю вибiрок з апостерiорного сукупного розподiлу, грунтуючись на апо-

стерiорних умовних розподiлах. Автори використовують такi апостерiорнi

умовнi розподiли ймовiрностей для моделювання вибiрок iз апостерiорного

розподiлу. Дослiдники продемонстрували практичне застосування вказа-

них етапiв у контекстi проблеми виявлення точки змiни. Запропонований

пiдхiд охоплює фундаментальну суть вибiрки Гiббса, дозволяючи авторам

iтеративно оновлювати та генерувати вибiрку з апостерiорних розподiлiв

кожної змiнної, що зрештою призводить до всебiчного розумiння сукупного

розподiлу та полегшує виявлення точки змiни.

Brockwell та Davis є вiдомими науковцями у галузi дослiдження часо-

вих рядiв. Їхня книга [60] зосереджена на забезпеченнi всебiчного вступу

до аналiзу часових рядiв та прогнозування. Автори представили фунда-

ментальнi концепцiї даних часових рядiв, пояснили їх вiдмiнностi вiд iнших

типiв даних та описали важливостi аналiзу послiдовних спостережень. У

книзi розглядаються рiзнi моделi часових рядiв, включаючи як статисти-

чнi, так i математичнi моделi. Цi моделi є фундаментальними для розумi-

ння закономiрностей i поведiнки в даних часових рядiв. Brockwell та Davis

охоплюють широкий спектр методiв прогнозування, якi є важливими для

створення прогнозiв на основi iсторичних даних часових рядiв. Видання

насичене прикладами та iлюстрацiями, якi демонструють, як аналiз часо-
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вих рядiв i прогнозування застосовуються в реальному життi. У виглядi

додаткiв в кiнцi книги наведено основнi математичнi знання, необхiднi для

розумiння аналiзу часових рядiв та прогнозування. Простiше кажучи, ця

книга є вiдправною точкою на шляху до розумiння аналiзу часових ря-

дiв i прогнозування, охоплюючи як теоретичнi концепцiї, так i практичнi

застосування. Вона призначена для читачiв, якi хочуть отримати чiтке ро-

зумiння методiв аналiзу часових рядiв. Дана книга є цiнним ресурсом для

студентiв i професiоналiв у рiзних галузях.

Для апроксимацiї складних статистичних даних та розподiлiв, якi об-

числити аналiтично важко або неможливо, використовують метод Монте-

Карло, який використовує випадковi вибiрки. Метод Монте-Карло дозво-

ляє апроксимувати розподiли даних, включаючи ймовiрнiснi розподiли, з

якими пов’язанi статистичнi задачi. Це дає змогу оцiнювати рiзнi параме-

три розподiлiв, будувати iнтервали надiйностi та робити статистичнi про-

гнози. У деяких статистичних задачах, особливо в складних моделях, немає

аналiтичних рiшень. Метод Монте-Карло допомагає обчислювати числовi

оцiнки та вибiрки, навiть якщо немає аналiтичних виразiв, та моделювати

рiзнi статистичнi сценарiї та ризики. Це корисно для оцiнки ймовiрностей

подiй, якi важко передбачити або вимiряти в реальному життi. Крiм того,

моделювання випадкових подiй та аналiз їх впливу на статистичнi резуль-

тати також здiйснюється за допомогою цього методу.

Десята мiжнародна конференцiя з методiв Монте-Карло та квазi-Монте-

Карло в наукових обчисленнях вiдбулася в Унiверситетi Нового Пiвденного

Уельсу (Австралiя) у лютому 2012 року з публiкацiєю рецензованих мате-

рiалiв конференцiї [61]. Такi конференцiї вiдбуваються кожнi два роки та

мають велике значення в галузi дослiджень методiв Монте-Карло та квазi-

Монте-Карло. Слiд зауважити, що методи Монте-Карло використанi також

i в даному дисертацiйному дослiдженнi для генерацiї вимiрювань часових
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рядiв та значень з рiвномiрного розподiлу.

Матерiали охоплюють збiрку статей, взятих iз запрошених лекцiй i

ретельно вiдiбраних доповiдей, що охоплюють широкий спектр як теоре-

тичних принципiв, так i практичного застосування методiв Монте-Карло

та квазi-Монте-Карло. Цi статтi мiстять цiнну iнформацiю про найновi-

шi досягнення в тих областях дослiдження, що динамiчно розвиваються.

Книга [61] є цiнним довiдником як для теоретикiв, так i для практикiв, якi

займаються розв’язанням обчислювальних проблем великого розмiру. Це

особливо актуально для тих, хто займається такими галузями, як фiнан-

си, статистика та комп’ютерна графiка, де методи Монте-Карло та квазi-

Монте-Карло знаходять широке застосування для вирiшення складних об-

числювальних задач.

Нова байєсiвська непараметрична структура для кластерного аналiзу

представлена у роботi [62]. Отримана модель поєднує в собi два важливi

компоненти: моделi сумiшi вiдбору зразкiв видiв, заснованi на розподiлах

Гауса, i процедуру детермiнованої кластеризацiї, вiдому як DBSCAN. Фун-

даментальна iдея, яка лежить в основi запропонованого пiдходу, полягає в

тому, що два спостереження в моделi сумiшi вiдбору зразкiв видiв призна-

чаються одному кластеру, якщо функцiї щiльностi, пов’язанi з їхнiми при-

хованими параметрами, ближчi, нiж задана порогова вiдстань. Щоб фор-

малiзувати цю концепцiю, автори встановили вiдношення еквiвалентностi

мiж мiтками даних, що призводить до нового випадкового роздiлення да-

них. Примiтно, що цей розподiл є бiльш "грубим" порiвняно з тим, який

створено моделлю сумiшi вiдбору проб. Однак вибiр порогового значен-

ня є вирiшальним для цiєї процедури, тому автори пропонують стратегiю

визначення вiдповiдного порогового значення.

Крiм того, дослiдники обговорюють практичну реалiзацiю та застосу-

вання запропонованої моделi. Автори застосовують його до двох наборiв
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даних: змодельованого двовимiрного набору даних, що мiстить сумiш двох

щiльностей iз вигнутим кластером, та профiлiв експресiї генiв, зiбраних у

рiзнi моменти часу, широко вiдомих як данi клiтинного циклу дрiжджiв.

Дослiдники здiйснили порiвняльний аналiз iз бiльш звичайними алгори-

тмами кластеризацiї. В обох випадках кластернi оцiнки описаної моделi

демонструють вищу ефективнiсть. Ключовою перевагою розглянутої мо-

делi є її застосовнiсть до наборiв даних, що характеризуються кластерами

з важкими хвостами або вигнутими кластерами, де традицiйнi методи кла-

стеризацiї можуть бути неефективними. Одержаний пiдхiд пропонує бага-

тообiцяюче рiшення для таких складних структур даних, вiдчиняючи дверi

для рiзних практичних застосувань у кластерному аналiзi.

Оцiнка максимальної правдоподiбностi для параметра ковзного сере-

днього θ в моделiMA(1), коли θ = 1 або є дуже близько до цього 1, описана

у дослiдженнi [63]. Автори вперше представили виведення граничного роз-

подiлу оцiнки θ̂ LM, яка визначається як найбiльший iз локальних макси-

мiзаторiв ймовiрностi. Вказана теорiя об’єднує випадки, коли справжнiй

параметр знаходиться в межах одиничного кола та випадки, коли вiн ле-

жить на одиничному колi. Автори також описали асимптотичний розподiл

оцiнки максимальної правдоподiбностi θ̂ MLE та показали, що вiн вiдрiзня-

ється вiд розподiлу θ̂ LM, хоча ця рiзниця є досить невеликою. Важливим

аспектом є той факт, що асимптотичний розподiл для будь-якої оцiнки є

дуже точним навiть для малих розмiрiв вибiрки та для значень параметра

ковзного середнього, якi знаходяться далеко вiд одиничного кола.

Багато складних динамiчних явищ можна успiшно моделювати за до-

помогою системи, яка перемикається мiж набором умовно лiнiйних дина-

мiчних режимiв. У даному контекстi Fox та iн. розглянули двi такi мо-

делi: перемикальну лiнiйну динамiчну систему (Switching Dynamic Linear

Models, SLDS) i процес перемикання VAR [64]. У даному дослiдженнi байє-
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сiвський непараметричний пiдхiд використовує iєрархiчний процес Дiрiхле

для вивчення невiдомої кiлькостi сталих, плавних динамiчних режимiв. Ав-

тори також використовували автоматичне визначення релевантностi, щоб

виявити розрiджений набiр динамiчних залежностей, що дозволило дослi-

джувати SLDS iз змiнним розмiром стану або процеси VAR iз змiнним по-

рядком авторегресiї. Автори розробили алгоритм вибiрки, який поєднує в

собi спрощене наближення до процесу Дiрiхле з ефективною спiльною ви-

бiркою послiдовностей режиму та стану. Кориснiсть i гнучкiсть отриманої

моделi продемонстрованi на прикладах синтетичних даних, послiдовностей

рухiв медоносних бджiл, фондового iндексу IBOVESPA та програми вiд-

стеження маневруючих цiлей.

Ghosh та iншi запропонували модель простору станiв [65], в якiй фун-

кцiонали рiвнянь спостереження та еволюцiйних рiвнянь вважаються не-

вiдомими та розглядаються як випадковi функцiї, що змiнюються з ча-

сом. Цей пiдхiд зробив запропоновану модель непараметричною та розши-

рив можливостi традицiйних параметричних моделей простору станiв. Ва-

жливо вiдзначити, що автори уникнули обмеження припущення, що фун-

кцiональнi форми залишаються незмiнними з часом, що є загальним при

параметричних моделях. Традицiйний пiдхiд, який полягає в припущеннi

вiдомих параметричних функцiональних форм, перетворився у сумнiвний

пiдхiд, особливо в моделях простору станiв, де необхiднi данi як про спосте-

режуванi часовi ряди, так i про латентнi стани. Автори визначили процеси

Гаусса як прiоритети випадкових функцiй та використали "пiдхiд таблицi

перегляду" для ефективної обробки динамiчної структури моделi. Такий

пiдхiд дозволив розглянути як однофакторнi, так i багатофакторнi сцена-

рiї, використовуючи метод MCMC для аналiзу апостерiорних розподiлiв.

У випадку складних багатоварiантних сценарiїв Ghosh та iн. пока-

зали, що недавно розроблений MCMC на основi трансформацiї (Transiti-
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onal MCMC, TMCMC) надає цiкавi та ефективнi альтернативи звичайним

розподiлам пропозицiй. Автори продемонстрували ефективнiсть отрима-

них методiв на складному багатовимiрному симульованому наборi даних, в

якому справжнi рiвняння спостереження та еволюцiйнi рiвняння є нелiнiй-

ними та розглядаються як невiдомi. Отриманi результати є обнадiйливими

та демонструють переваги запропонованого пiдходу. За допомогою процесу

Гаусса, науковцi також провели аналiз реального набору даних, який був

ранiше дослiджений iншими авторами з використанням припущення про

лiнiйнiсть. Описаний у роботi [65] аналiз показав, що це припущення про

лiнiйнiсть стає неактуальним з плином часу.

У роботi [66] представлено пiдхiд до вибору вiдповiдної моделi для

складних часових рядiв та на численних прикладах продемонстровано, як

цей запропонований пiдхiд значно розширює клас часових рядiв, якi мо-

жуть бути ефективно змодельованi за допомогою авторегресiйних та ков-

зних середнiх моделей.

Байєсiвський непараметричний пiдхiд також використано до визначе-

ння кiлькостi компонентiв у моделi сумiшi [67]. Автори розглянули iєрар-

хiчну модель з вiдповiдним непараметричним прiоритетом для складної

структури даних. У роботi [67] процес Дiрiхле замiнено на бiльш загаль-

ний непараметричний прiоритет, який отримано з узагальненого Гамма-

процесу. Головною особливiстю розглянутої моделi є наявнiсть структури

для обробки прихованих змiнних типу Гiббса, яка вiдповiдає добре вiдомим

альтернативним моделям розподiлу продуктiв. У порiвняннi зi звичайною

сумiшшю моделей процесу Дiрiхле, перевага дослiджуваного узагальнення

полягає в наявностi додаткового параметра σ, який приймає значення з iн-

тервалу (0, 1). Показано, що цей параметр має значний вплив на поведiнку

кластеризацiї моделi. Значення σ, близьке до 1, призводить до утворення

великої кiлькостi кластерiв, бiльшiсть з яких мають невеликий розмiр.
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Механiзм посилення, контрольований параметром σ, впливає на роз-

подiл маси, штрафуючи кластери малого розмiру та вiддаючи перевагу тим

кiльком групам, що мiстять велику кiлькiсть елементiв. Цi характеристики

виявляються дуже корисними в контекстi моделювання сумiшi. Оскiльки

важко визначити апрiорну швидкiсть армування, автори вказали прiоритет

для параметра σ залежним вiд даних.

Останнiм часом спостерiгається значний iнтерес до аналiзу даних щодо

експресiї генiв, якi були зiбранi протягом тривалого перiоду часу. У роботi

[68] представлено байєсiвську модель iєрархiчної сумiшi для обробки та-

ких даних. Замiсть стандартного пiдходу до кластеризацiї спостережень

дослiдники використовували непараметричну модель, яка ґрунтується на

випадковому блуканнi та розподiлi параметрiв, визначених цiєю моделлю.

Отримана модель вiдзначається гнучкiстю, її можна налаштувати для вра-

хування специфiчних контекстiв, беручи до уваги порядок спостережень у

кожнiй кривiй, помилки вимiрювань та дозволяючи введення попереднiх

знань щодо параметрiв. Кiлькiсть роздiлiв також може бути розглянута як

невiдома величина, яка може бути виведена iз даних. У статтi [68] обчисле-

ння проводилися за допомогою алгоритму Монте-Карло ланцюга Маркова.

Автори дослiдили поведiнку моделi на синтетичних даних, порiвнюючи її з

традицiйними пiдходами, а потiм застосовали отриману модель для аналi-

зу даних експресiї генiв, якi були зiбранi протягом тривалого часу в генах

дрiжджiв подiлу.

1.4. Кластеризацiя даних

Часовi ряди та графи є математичними зображеннями реальних про-

цесiв у рiзних напрямках життєдiяльностi людини. Саме тому вони актив-

но дослiджуються та описуються у науковiй лiтературi. Спираючись на
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данi, можна отримати знання, досвiд для ефективної дiяльностi, керува-

ння, вiдповiдей на питання, якi цiкавлять кожного з нас. Тобто той, хто

вмiє опрацьовувати данi, володiє iнформацiєю. А хто володiє iнформацiєю

– керує свiтом. Кластеризацiя даних, як один iз найпопулярнiших напрям-

кiв у дослiдженнi часових рядiв, активно застосовується у наш час. Однi-

єю iз пiдзадач кластеризацiї є розгляд латентних класiв або кластерiв –

це концепцiя, де вважається, що в даному наборi даних iснують пiдгрупи

(кластери), але самi кластери не мають визначеної приналежностi кожно-

го спостереження до конкретного кластера. Замiсть цього, припускається,

що кожне спостереження може належати до одного з декiлькох латентних

(прихованих) кластерiв, i завданням алгоритму аналiзу є виявлення цих

кластерiв та призначення спостережень за ними.

Основна iдея латентного класу включає в себе наступне. Припускає-

ться, що данi мiстять кластери, але вони не вiдомi перед початком аналiзу.

Iншими словами, iснують прихованi структури у даних, якi ми намагаємося

виявити. Для аналiзу даних з латентними класами, дослiдники повиннi ви-

брати математичну модель, яка описує розподiл даних в кластерах та ймо-

вiрнiсть приналежностi кожного спостереження до кожного з латентних

кластерiв. Популярною моделлю для цього є модель латентного розподiлу

Дiрiхле (Latent Dirichlet Allocation, LDA). Кiнцевою метою є оцiнка пара-

метрiв моделi, якi найкраще пояснюють розподiл даних та приналежнiсть

до кластерiв. Це може бути зроблено за допомогою рiзних алгоритмiв, та-

ких як MLE або метод максимальної апостерiорної правдоподiбностi (Maxi-

mum A Posteriori, MAP). Пiсля навчання моделi i оцiнки параметрiв кожне

спостереження може бути призначено до одного з латентних кластерiв на

основi ймовiрностей, розрахованих моделлю.

Альтернативний пiдхiд до проведення експлораторного аналiзу латен-

тних класiв, який використовує моделi латентних класiв на основi факторiв
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i порiвнює його iз бiльш традицiйним пiдходом, що базується на моделях

латентних класiв, запропоновано у [69]. Аналiз декiлькох наборiв даних

свiдчить, що LC (Local Context) факторнi моделi зазвичай краще вiдповiд-

ають даним i надають результати, якi легше iнтерпретувати, нiж вiдповiднi

LC моделi кластерiв. У дослiдженнi [69] введено новий графiчний дисплей

для LC факторних моделей, який порiвнюється з аналогiчними графiками,

що використовуються в аналiзi вiдповiдностей, а також з барiцентричним

координатним дисплеєм для LC моделей кластерiв. Автори презентували

новi результати щодо iдентифiкацiї LC моделей. У пiдсумку дослiдження

описано рiзноманiтнi розширення моделей i пiдхiд для усунення граничних

рiшень в iдентифiкованих i неiдентифiкованих LC моделях.

Ще однiєю краплею у морi застосування кластеризацiї даних є прогно-

зування та моделювання енергетичних профiлiв будiвель, що є критично

важливим завданням у пошуках енергоефективностi та стiйкостi [19]. Щоб

досягти цього, важливо використовувати iнструменти, здатнi розкривати

значущi закономiрностi у величезнiй кiлькостi зiбраної iнформацiї. Одним

iз основних методiв, що використовуються в цьому процесi, є кластери-

зацiя. Однак кластеризацiя не є унiверсальним пiдходом – це пов’язано

з рiзноманiтними складнощами та невизначенiстю, що вимагає прийняття

кiлькох важливих рiшень протягом усього процесу. Одним iз початкових

i ключових рiшень є вибiр метрики подiбностi, яка визначає, як вимiрює-

ться вiдстань мiж двома незалежними векторами або точками даних. Це

рiшення значно впливає на результат процесу кластеризацiї. Метою статтi

[19] є дослiдження впливу рiзних методiв подiбностi даних при застосуван-

нi методiв кластеризацiї у випадках, коли кореляцiя вiдiграє вирiшальну

роль. Це особливо актуально при роботi з даними часових рядiв, напри-

клад, при побудовi моделей споживання енергiї. Дослiджуючи вплив пока-

зникiв подiбностi, автори прагнули покращити проектування та розробку
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оптимiзованих моделей на основi кластеризацiї, предикторiв i контролерiв

для залежних вiд часу процесiв.

Впроваджуючи кластерно-векторний баланс як iнструмент перевiрки,

дослiдники та практики в галузi енергетичного аналiзу будiвель можуть

отримати глибше розумiння ефективностi своїх моделей на основi класте-

ризацiї та приймати обґрунтованi рiшення щодо вибору та параметризацiї

моделей. Таким чином, вибiр показникiв подiбностi в аналiзi кластеризацiї

є критичним фактором, особливо при роботi з даними часових рядiв, як-от

створення моделей споживання енергiї. Розумiння та використання часо-

вих кореляцiй у таких даних може призвести до бiльш точних прогнозiв i

покращення стратегiй управлiння енергiєю. Крiм того, запропонована те-

хнiка перевiрки балансу кластерного вектора є цiнним iнструментом для

оцiнки ефективностi кластеризацiї та забезпечення надiйностi моделей на

основi кластеризацiї в контекстi залежних вiд часу процесiв.

Кластеризацiя є потужним iнструментом також для систематизацiї ве-

ликої кiлькостi невпорядкованих текстових документiв у зручний i зрозумi-

лий набiр кластерiв. Ця методика надає можливiсть iнтуїтивної та iнформа-

тивної навiгацiї та перегляду текстiв. Алгоритми роздiльної кластеризацiї

стали бiльш популярними для обробки об’ємних наборiв даних, порiвняно

з iєрархiчною кластеризацiєю.

У дослiдженнi [70] використано рiзноманiтнi функцiї вiдстанi та мiри

подiбностi, такi як квадрат Евклiдової вiдстанi, косинусна подiбнiсть та

вiдносна ентропiя для кластеризацiї текстових документiв. Автори провели

порiвняння та аналiз ефективностi цих методiв роздiльної кластеризацiї на

семи наборах даних текстових документiв, використовуючи стандартний

алгоритмK-середнiх. Автори також представили результати, отриманi для

п’яти рiзних мiр вiдстаней та подiбностi, якi найчастiше використовуються

в задачах текстової кластеризацiї.
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Новий пiдхiд до кластеризацiї даних часових рядiв за допомогою ме-

тоду, який ґрунтується на основi моделi часового ряду, запропоновано у

роботi [71]. Описаний метод до кластеризацiї даних використовує байєсiв-

ський непараметричний пiдхiд, який пропонує гнучкiсть у виборi функцiй,

здiйснює апостерiорний висновок через MCMC та вибирає найкращий кла-

стер на основi статистичних критерiїв. Метод проiлюстровано на основi на-

бору даних про цiни акцiй на мексиканськiй фондовiй бiржi. Використання

Байєсiвського непараметричного пiдходу означає, що вiн може обробляти

змiнну кiлькiсть кластерiв без попередньо визначених параметрiв. Ця гну-

чкiсть особливо корисна в ситуацiях, коли кiлькiсть кластерiв не визначена.

У дослiдженнi [71] також представлено особливий тип моделi, що називає-

ться моделлю сумiшi процесу Пуассона-Дiрiхле, яка використовується для

створення кластеризацiї даних часових рядiв. Ця модель може фiксувати

рiзнi характеристики, якi зазвичай зустрiчаються в часових рядах, такi як

тренд, сезоннi та часовi компоненти.

Отримана модель дозволяє користувачам вибирати, якi функцiї ча-

сового ряду повиннi бути розглянутими для кластеризацiї. Апостерiорний

висновок для моделi отримано за допомогою схеми MCMC. MCMC —- це

статистичний метод для оцiнки складних iмовiрнiсних моделей. Запропо-

нований метод вибирає найкращий кластер на основi показника неоднорi-

дностi та критерiю вiдбору моделi, який називається логарифмом псевдо-

граничної правдоподiбностi (Logarithm of the Pseudo Marginal Likelihood,

LPML). Такий пiдхiд гарантує, що результати кластеризацiї є значущими

та статистично надiйними.

У випадку, коли данi задаються неструктурованими типами даних –

часовими рядами чи графами, для здiйснення кластеризацiї дослiдники ча-

сто працюють з матрицями сумiжностi, випадковими матрицями та стоха-

стичними випадковими матрицями. Дослiджуючи власнi значення цих ма-
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триць, можна отримати багато корисної iнформацiї для визначення опти-

мальної кiлькостi кластерiв. Книга [72] якраз мiстить спектральну теорiю

багатовимiрних випадкових матриць та застосування вказаної теорiї для

бездротового зв’язку i моделювання фiнансових даних. У першiй частинi

книги автор представив деякi основнi теореми спектрального аналiзу бага-

товимiрних випадкових матриць, якi отриманi в умовах кiнцевого моменту,

таких як граничнi спектральнi розподiли матрицi Вiгнера та коварiацiйної

матрицi вибiрки, межi екстремальних власних значень i центральнi грани-

чнi теореми для лiнiйної спектральної статистики. Друга частина мiстить

деякi основнi приклади застосування теорiї випадкових матриць до бездро-

тового зв’язку. Третя частина вiдображає застосування розглянутої теорiї

до статистичних фiнансiв. Для ознайомлення з основними поняттями гра-

фiв -– означеннями, теоремами та прикладами цiнним є пiдручник [73],

де для переходу з однiєї вершини графу в iншу використано ймовiрностi

переходу.

Ефективнiсть кластеризацiї часових рядiв у наданнi корисної iнформа-

цiї в рiзних областях застосування розглянуто у статтi [74]. Автори провели

огляд та узагальнення попереднiх робiт, що дослiджували кластеризацiю

даних часових рядiв у рiзних сферах застосування. У статтi представлено

основи кластеризацiї часових рядiв, включаючи загальнопризначенi алго-

ритми кластеризацiї, якi зазвичай використовуються в дослiдженнях кла-

стеризацiї часових рядiв, критерiї оцiнки результатiв кластеризацiї та мiри

визначення схожостi/вiдмiнностi мiж двома часовими рядами, якi порiв-

нюються, чи то у формi вхiдних даних, вилучених ознак або деяких пара-

метрiв моделей. Попереднi дослiдження розбито на три групи в залежностi

вiд того, чи вони працюють безпосередньо з вимiрюваннями даних у ча-

совому або частотному доменi, опосередковано з вилученими ознаками з

вимiрювань даних або опосередковано з моделями, побудованими на осно-
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вi даних. Розглянуто унiкальнiсть та обмеження попереднiх дослiджень,

визначено кiлька можливих напрямкiв для подальших дослiджень. Крiм

того, узагальнено областi застосування кластеризацiї часових рядiв, вклю-

чаючи джерела використаних даних.

У роботi [75] виведено точну форму спектрiв власних значень коре-

ляцiйних матриць, отриманих iз набору змiщених у часi кiнцевих броунiв-

ських випадкових блукань (часових рядiв). Цi матрицi можна розглядати

як реальнi, асиметричнi випадковi матрицi, де зсув у часi накладає певну

структуру. Автори продемонстрували, що для великих матриць асоцiйова-

ний спектр власних значень є кругово-симетричним у комплекснiй площи-

нi. Цей факт дозволив точно обчислити щiльнiсть власних значень за до-

помогою зворотного перетворення Абеля щiльностi симетризованої задачi.

Автори також показали справедливiсть цього пiдходу чисельно. У роботi

проведено порiвняння теоретичних висновкiв з густиною власних значень,

отриманих з високочастотних (5 хв) даних S& P 500. Автори iдентифiкува-

ли рiзнi нетривiальнi, невипадковi закономiрностi та знайшли асиметричнi

залежностi, пов’язанi з власними значеннями, якi сильно вiдхиляються вiд

прогнозу Гауса в уявнiй частинi. Для тих самих часових рядiв, без внеску

ринку, Biely та Thurner виявили кластеризацiю акцiй у сектори причинно-

наслiдкових зв’язкiв.

Ретельний розгляд систем (мереж) масового обслуговування, непе-

рервних i дискретних ланцюгiв Маркова та їх моделювання здiйснено у

книзi [76]. Текст книги пропонує читачам як теорiю, так i практичнi вказiв-

ки, необхiднi для проведення оцiнки продуктивностi та надiйностi комп’ютерних,

комунiкацiйних i виробничих систем. Починаючи з базової теорiї ймовiр-

ностей, текст закладає основу для бiльш складних задач мереж масово-

го обслуговування та ланцюгiв Маркова, використовуючи застосування та

приклади для iлюстрацiї ключових моментiв. У текстi для формування
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практичних навичок аналiзу ефективностi представлено безлiч проблем,

якi вiдображають реальнi виклики галузi. У зв’язку зi стрiмким зроста-

нням складностi комп’ютерних i комунiкацiйних систем потреба в цьому

текстi, який майстерно поєднує теорiю та практику, є надзвичайно вели-

кою.

Проблема стохастичної фiльтрацiї має справу з оцiнкою поточного ста-

ну процесу сигналу, враховуючи iнформацiю, надану асоцiйованим про-

цесом, який зазвичай називають процесом спостереження. У статтi [77]

описано частинний алгоритм, розроблений для вирiшення чисельних за-

дач дискретної фiльтрацiї. Алгоритм передбачає використання системи з

n частинок, якi еволюцiонують (мутують) у кореляцiї одна з одною (вза-

ємодiють) вiдповiдно до закону сигнального процесу та у фiксований час

народжують певну кiлькiсть нащадкiв залежно вiд процесу спостережен-

ня. Автори представили декiлька можливих механiзмiв розгалуження та

довели конвергенцiю систем частинок (якщо n прямує до 1) до умовного

розподiлу сигналу, заданого спостереженням. У роботi наведено застосу-

вання результату до дискретної фiльтрацiї та наведено кiлька прикладiв,

коли результати можна застосувати.

Дисертацiйна робота [78] описує теорiю, реалiзацiю та абстрактне те-

стування потужного нового кластерного алгоритму для графiв, який назва-

но кластерним алгоритмом Маркова або алгоритмом MCL (Markov Cluster

Algorithm). Алгоритм використовує (i фактично є не чим iншим, як оболон-

кою) алгебраїчний процес, визначений для графiв Маркова, тобто графiв,

для яких вiдповiдна матриця є стохастичною. У цьому процесi початковий

граф послiдовно перетворюється шляхом чергування двох операторiв роз-

ширення та iнфляцiї. Операцiї розширення та iнфляцiї матрицi використо-

вуються для змiни розмiрностi матрицi шляхом додавання або видалення

рядкiв i стовпцiв.
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Розширення – це отримання потужностi матрицi вiдповiдно до кла-

сичного матричного добутку. Стохастично кажучи, це означає обчислення

ймовiрностей переходу, пов’язаних iз багатокроковим спiввiдношенням. Iн-

фляцiя збiгається з визначенням потужностi матрицi вiдповiдно до поеле-

ментного добутку Адамара Шура з подальшим масштабуванням по стов-

пцях, щоб кiнцевим результатом знову була стохастична матриця (стов-

пцiв). Це незвичайний оператор у свiтi стохастики, його впровадження

повнiстю мотивоване передбачуваною операцiєю над графами, де прису-

тня кластерна структура.

Автор стверджує, що багатокроковi зв’язки, якi вiдповiдають парам

точок, що лежать у природному кластерi, матимуть бiльшу ймовiрнiсть пе-

реходу, нiж пари точок, точки яких лежать у рiзних кластерах. Оператор

iнфляцiї вiддає перевагу багатокроковим зв’язкам iз великою асоцiйованою

ймовiрнiстю та вiддає перевагу багатокроковим зв’язкам iз малою асоцiйо-

ваною ймовiрнiстю. Таким чином, показано, що процес MCL створює та

зберiгає багатоетапнi зв’язки, пов’язанi з взаємозалежностями в одному

кластерi, i що знищує усi багатоетапнi зв’язки, пов’язанi зi зв’язками мiж

рiзними кластерами. Процес MCL зазвичай збiгається до iдемпотентної ма-

трицi, яка є дуже розрiдженою та складається з кiлькох компонентiв. Ком-

поненти iнтерпретуються як кластеризацiя початкового графа.

Оскiльки оператор iнфляцiї параметризований, кластеризацiї можна

виявити на рiзних рiвнях деталiзацiї. Алгоритм MCL спочатку складає-

ться з кроку перетворення вiд заданого графу до стохастичного початково-

го графу, використовуючи стандартну концепцiю випадкового блукання по

графу. По-друге, це вимагає специфiкацiї двох рядкiв значень, якi визнача-

ють послiдовнi параметри розширення та iнфляцiї. Врештi решт, алгоритм

обчислює вiдповiдний процес та iнтерпретує результуючу межу. Iдея ви-

користання випадкових блукань для виявлення кластерної структури не є
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новою, але метод реалiзацiї цiєї iдеї запропоновано вперше [78]. Показано,

що iснує зв’язок мiж комбiнаторним та iмовiрнiсним методами кластериза-

цiї, i що важливою вiдмiннiстю є крок локалiзацiї, який зазвичай вводять

iмовiрнiснi методи.

Ряд останнiх дослiджень [79] зосереджено на статистичних властиво-

стях мережевих систем, таких як соцiальнi мережi та Всесвiтня павутина.

Дослiдники зосередилися особливо на кiлькох властивостях, якi, здається,

є спiльними для багатьох мереж: властивiсть малого свiту, степеневий роз-

подiл ступенiв i транзитивнiсть мережi. Girvan та Newman розглянули iншу

властивiсть, яку можна знайти в багатьох мережах – властивiсть структу-

ри спiльноти (сукупностi), в якiй мережевi вузли об’єднанi разом у тiсно

пов’язанi групи, мiж якими iснують лише слабшi зв’язки. Автори запро-

понували метод виявлення таких спiльнот, заснований на iдеї використан-

ня iндексiв центральностi для визначення меж спiльнот. Запропонований

метод перевiрено на згенерованих та реальних графах, структура яких вi-

дома. У статтi [79] показано, що описаний метод виявляє цю вiдому стру-

ктуру з високою чутливiстю та надiйнiстю. Автори також застосували цей

метод до двох мереж, структура спiльноти яких недостатньо вiдома – ме-

режi спiвпрацi та харчової мережi. В обох випадках метод виявив значнi

та iнформативнi розбiжностi спiльноти.

1.4.1. Застосування випадкових матриць до

задач кластеризацiї

Теорiя випадкових матриць отримана на основi поєднання математи-

чної фiзики, а також теорiї ймовiрностей i передбачає вивчення властиво-

стей ансамблiв матриць, що мiстять випадково розподiленi елементи. Як

правило вказується закон розподiлу елементiв. У цьому випадку дослiджу-
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ється статистика власних значень i власних векторiв випадкових матриць

[72]. Далi реальнi процеси можна описувати за допомогою графiв рiзної

структури. Таким чином, деякi властивостi стохастичної матрицi вважа-

ються ключовими поняттями для кластеризацiї графiв, оскiльки класте-

ризацiя графiв залежить вiд функцiй розширення та роздування матрицi.

За допомогою цих двох операцiй можна визначити кластерну структуру

графа. Теорiя випадкових матриць є основним математичним iнструмен-

том, який використовується для розгляду кластеризацiї графiв. В даний

час стохастичнi матрицi належним чином вивченi щодо їх властивостей i

областей застосування.

Концепцiя розумних мереж, якi є модернiзованими електричними ме-

режами, якi включають передовi технологiї та системи зв’язку для ефе-

ктивного управлiння виробництвом, розподiлом i споживанням електро-

енергiї, розглянута у роботi [80]. Iнтелектуальнi мережi спрямованi на пiд-

вищення надiйностi, стiйкостi та загальної продуктивностi. Розумнi мере-

жi зазвичай представляються за допомогою великих даних. Представлення

великих даних у виглядi матриць та опрацювання вхiдних даних за допо-

могою матричних властивостей наведено у книзi [80].

Унiкальний аспект цiєї книги полягає в застосуваннi теорiї випадко-

вої матрицi (Random Matrix Theory, RMT) для аналiзу даних у контекстi

розумних мереж. RMT – це математична основа, яка використовується

для вивчення статистичних властивостей великих матриць iз випадковими

елементами. У цьому контекстi автори застосовують RMT до аналiзу да-

них, створених iнтелектуальними мережами, щоб виявити закономiрностi,

кореляцiї та iншу вiдповiдну iнформацiю. Книга також охоплює методи

обробки та оптимiзацiї даних у розумних мережах, що включає методи

ефективної обробки великих наборiв даних i прийняття керованих даними

рiшень для покращення продуктивностi мережi. Автори докладно описали,
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як аналiтику великих даних, зосереджену на теорiї випадкових матриць,

можна використовувати для пiдвищення ефективностi, надiйностi та ста-

лостi iнтелектуальних мереж. Автори навели як теоретичнi основи, так i

практичне застосування цих концепцiй у контекстi сучасних електричних

мереж.

Стаття українських математикiв Марченка та Пастура [81] присвяче-

на математичному вивченню випадкових матриць. Цi матрицi часто вини-

кають у рiзних галузях науки, включаючи фiзику, статистику та технiку.

Однiєю з центральних тем статтi є дослiдження розподiлу ймовiрностей

власних значень випадкових матриць. Власнi значення є важливими мате-

матичними характеристиками матриць, а їх статистична поведiнка може

бути досить складною, коли елементи матрицi є випадковими. Поняття

унiверсальностi є ключовою темою статтi. Це стосується явища, коли певнi

статистичнi властивостi власних значень випадкових матриць стають неза-

лежними вiд конкретних деталей ансамблю матрицi, коли розмiр матрицi

стає великим. Унiверсальнiсть є чудовою рисою теорiї випадкових матриць

i має зв’язки з рiзними галузями фiзики та математики.

Марченко та Пастур дослiджували розподiл власних значень для ви-

падкових матриць з незалежними та однаково розподiленими (i.i.d.) еле-

ментами. Вони вивели вiдомий закон пiвкола Вiгнера, який описує гра-

ничний розподiл власних значень для великих випадкових матриць. Цей

закон має важливе значення в квантовiй механiцi та статистичнiй фiзицi.

Стаття зосереджена на теоретичних аспектах теорiї випадкових матриць.

У наш час результати, отриманi у статтi, мають широке застосування у фi-

зицi, зокрема у вивченнi складних систем, невпорядкованих систем i кван-

тового хаосу. Стаття Марченка та Пастура є основоположною роботою в

теорiї випадкових матриць, яка дослiджує статистичну поведiнку власних

значень для певних класiв випадкових матриць. Вона мала значний вплив
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на рiзнi науковi галузi, включаючи фiзику, i продовжує залишатися важли-

вою довiдкою у вивченнi складних i невпорядкованих систем.

Проблема оновлення сингулярної декомпозицiї (SVD), яка є популяр-

ною технiкою декомпозицiї матрицi та яка може зменшити велику матрицю

на рiзнi компоненти для спрощення матричних обчислень розглянута у [82].

SVD описується наступним чином:

A = U ·
∑

·V T ,

де A позначає дiйсну матрицю m × n, яку слiд розкласти, U — це матриця

m × m,
∑

-— це m × n дiагональну матрицю, а V T представляє матрицю

транспонування розмiром n×n. Лiвi сингулярнi вектори A представленi за

допомогою стовпцiв U -матрицi, тодi як правi сингулярнi вектори представ-

ленi за допомогою стовпцiв V -матрицi. Значення матрицi
∑

, обчисленi на

основi її дiагоналей, є сингулярними значеннями A. SVD можна спостерiга-

ти, коли доповнюється "висока тонка" матриця, тобто прямокутна матри-

ця A ∈ Rm×n. Крiм того, ми отримуємо ефективну технiку для обчислення

та компетентного отримання SVD розширеної матрицi [AB] ∈ Rm×(n+n′),

припускаючи, що SVD A було iдентифiковано ранiше, i що iснує вiдома

матриця B ∈ Rm×n′. Це важливий iнструмент для двох типiв програм. На

тлi дослiдження первинних компонентiв провiднi вiдсутнi видатнi векто-

ри, отриманi шляхом розкладання, утворюють ортонормований базис для

найтоншого лiнiйного пiдпростору певної розмiрностi, тодi як для правих

сингулярних векторiв можна видiлити ортонормований базис ядра матри-

цi. SVD може допомогти в кластеризацiї даних зi змiнною структурою. За

допомогою SVD можна визначити рухомi кластери.

Gudowska–Nowak та iн. [83] дослiджували випадковi матрицi розви-

тку з аналогами, запозиченими з броунiвського блукання, використовуючи

пiдхiд Ейнштейна–Смолуховського для досягнення дифузiї. Автори позна-
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чили спосiб, у який дивовижно вiльнi випадковi змiннi (FRV) дозволяють

вирiшити випадкову некомутуючу матричну згортку. Цей пiдхiд безпосе-

редньо керує матричним аналогом центральної граничної теореми. Послi-

довнiсть вiдкритих приростiв може бути отримана на основi формалiзму,

отриманого з незалежних (вiльних) елементiв матрицi. Автори також пред-

ставили результати побудови рядiв для вiльних матричних приростiв на

основi адитивного аналога броунiвського блукання. Ця технiка призводить

до нескiнченного структурованого добутку матриць, якi не є комутуючи-

ми, при розглядi великих матриць. Таким чином, звичайне спостережен-

ня, отримане на основi класичного ймовiрнiсного припущення про те, що

алгоритм розглядає та зводить вихiдну проблему до адитивного випадку

(логарифмiчний нормальний розподiл), не виконується, i стає необхiдним

отримати iншi детальнi структури. Використовуючи пiдхiд FRV, автори

отримали просту рекомендацiю щодо методичної функцiї, яка може гене-

рувати кожен "момент" iз згаданого спектрального розподiлу. Далi вони

помiтили, що отримана аналiтична функцiя подiбна до голоморфної фун-

кцiї. Автори також сформулювали гiпотезу подвiйностi на основi вищезга-

даного спостереження.

Були розробленi iтерацiйнi пiдходи для отримання розв’язкiв великої

кiлькостi рiвнянь у системi лiнiйних рiвнянь; цi пiдходи нещодавно вико-

ристовувалися для отримання власних значень розрiджених матриць. Цi

iтерацiйнi методи уникають поматричного множення за допомогою iтера-

цiйного векторного множення на матрицю, тобто кожен вектор множиться

на матрицю поетапно. Спочатку ми отримуємо добуток вектора b i матрицi

A i знову множимо цей добуток на матрицю A. Таким чином, A2b отри-

муємо як добуток, i цю процедуру повторюємо для отримання наступних

продуктiв. В даний час описанi iтерацiйнi алгоритми вважаються найкра-

щими пiдходами до множення матриць числовою лiнiйною алгеброю. Усi
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алгоритми, якi працюють таким чином, називаються пiдпросторовими ме-

тодами Крилова [84]. Крилов вперше описав метод знаходження власних

значень λi, а також векторiв великої матрицi A.

Пiдпростiр r-порядку Крилова, змодельований за допомогою A, ма-

трицi з розмiрнiстю n × n i вектора b з розмiрнiстю n, є лiнiйним пiдпро-

стором, розтягнутим на b пiд першим r степенi A (починаючи з A0 = I);

тобто,

Kr (A, b) = span
{
b, Ab, A2b, . . . , Ar−1b

}
.

У роботi [85] запропоновано та математично обґрунтовано деякi ме-

тоди аналiзу обмеження стiйкостi, а також поведiнки експоненцiально ве-

ликих матричних норм. Запропонований метод використовує методи пiд-

простору Крилова [84] для розбиття матрицi на двi частини. Перша части-

на вiдповiдає власним значенням у правiй половинi комплексної площини,

якi отриманi за допомогою методики Крилова [84] i для яких обмеження

стiйкостi та експоненцiальнi норми можуть бути отриманi за допомогою

типових пiдходiв. Друга частина, що мiстить набiр значень i спроектована

методом Ермiта Ланцоша, повинна належати до лiвої половини компле-

ксної площини. Цей метод має працювати належним чином, якщо блок,

що вiдповiдає крайнiм правим власним значенням, малий. Як приклад,

цей пiдхiд можна застосувати до елiптичних функцiй i секторних функцiй.

Тут ми розглядаємо оператори з полем значення сектора. Слiд пiдкреслити

необхiдну умову, тобто щоб деякий сектор на правiй половинi комплексної

площини був малим.

Dax [86] зробила спробу вдосконалити метод Крилова [84] для отри-

мання наближень низького рангу у випадку великих матриць. Запропоно-

ваний пiдхiд був названий новим типом перезапущеного методу Крилова.

Основна вiдмiннiсть вiд методики Крилова полягає в тому, що Дакс не

використовував алгоритм Ланцоша [87] або бiдiагоналiзацiю Ланцоша. На
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думку автора, такий пiдхiд спрощує фундаментальну iтерацiю та дозволяє

виявити деякi нововведення. Одним iз покращень є зменшення обчислю-

вальної складностi. Удосконалено початковий вектор, який використову-

ється пiд час кожної iтерацiї побудови матрицi Крилова. Крiм того, для

отримання матрицi Крилова використовується рекурентне спiввiдношення,

що мiстить три доданки. Цi модифiкацiї призводять до швидкої конверген-

цiї.

Власнi значення та власнi вектори великих матриць є ключовими по-

казниками для прийняття рiшень на основi теорiї графiв. Графiки можна

використовувати для опису багатьох подiй i об’єктiв повсякденного жит-

тя. Теорiя графiв знаходить застосування в транспортi та комп’ютерних

мережах, будiвельному проектуваннi, молекулярному моделюваннi та гео-

iнформацiйних системах. Теорiя випадкових матриць є основним матема-

тичним i статистичним iнструментом для точного прийняття рiшень при

розглядi графiв з рiзною структурою. Науковi дослiдження в цiй галузi

зросли зi збiльшенням кiлькостi iнформацiї на запам’ятовуючих пристроях.

Бiльшiсть ранiше проведених дослiджень присвячено спектральному ана-

лiзу графiв, тобто розбиванню матриць iнцидентiв i сумiжностi (матриць,

що представляють графи) на меншi частини та їх аналiзу. Це можна по-

яснити великою розмiрнiстю даних, яка вимагає великої обчислювальної

потужностi. Обата [88] вивчав графи спектрального аналiзу. Автор вико-

ристав квантово-ймовiрнiсний пiдхiд [89] i використав квантовi компоненти

матрицi сумiжностi для отримання матричного спектрального розподiлу.

Обата здогадався, що певна структура графа може бути пов’язана з певним

поняттям незалежностi. На основi центральної граничної теореми можна

отримати асимптотичний спектральний розподiл для збiльшення сiмейства

графiв.

У деяких реальних завданнях графи можуть постiйно змiнюватися або
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зростати. У таких випадках розглядаються зростаючi графи. Цi зростаючi

графи представляють збiльшення кiлькостi вершин i/або ребер. Квантова

ймовiрнiсть [89] розглядається у ранiше проведеному дослiдженнi [90] ра-

зом iз спектральним аналiзом неперервно зростаючих графiв. Дана робота

присвячена вивченню матриць сумiжностi, зокрема спектральних i грани-

чних розподiлiв цих матриць. Матрицi сумiжностi можна використовувати

для опису постiйно зростаючих графiв. Значну увагу придiлено розкриттю

некомутативностi матриць сумiжностi, тобто розширенню теорiї ймовiрно-

стей. Цей пiдхiд створює нову основу для вивчення матриць сумiжностi.

Допомiжнi iнструменти, якi можна використовувати для дослiдження спе-

ктральних розподiлiв матриць сумiжностi, включають поняття незалежно-

стi щодо квантової ймовiрностi, а також центральну граничну теорему.

Мережевий простiр на основi даних базової структури мережi дослi-

джено у роботi [91]. У цьому дослiдженнi матрицi сумiжностi графiв не

розглядалися. Теоретичну основу цього дослiдження становить теорiя збу-

рень [92], яка використовується для отримання спектральних проекцiй ма-

триць.Автори в основному розглянули вплив зв’язкiв мiж спрямованими

ребрами в конкретному кластерi i кластерах на проекцiю вузлiв. Далi нау-

ковцi розробили алгоритм подiлу графiв. Спектральну кластеризацiю ви-

користовували для досягнення роздiлення графiв. Автори порiвняли роз-

роблений пiдхiд з iншими сучасними методами кластеризацiї з використан-

ням реальних наборiв даних, продемонструвавши ефективнiсть описаного

алгоритму.

Висновки до роздiлу I

Роздiл I дисертацiйної роботи надає огляд актуальних наукових дослi-

джень у галузi аналiзу часових рядiв, визначення вiдстаней мiж вимiрюва-
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ннями часових рядiв та кластеризацiї часових рядiв. Ця тематика важлива

в багатьох сферах, включаючи фiнанси, медицину, транспорт, метеороло-

гiю та iншi. Огляд лiтератури розкриває рiзноманiтнi пiдходи та методи,

якi використовуються для розв’язання проблем, пов’язаних з аналiзом ча-

сових рядiв.

У цьому роздiлi було визначено основнi проблеми, що стосуються ана-

лiзу часових рядiв. Один з головних викликiв полягає в обробцi великих

обсягiв даних i виявленнi закономiрностей у цих даних. Це важливо для

прийняття бiзнесових рiшень та прогнозування майбутнiх подiй. Однак,

розвиток обчислювальної технiки та методiв машинного навчання привiв

до нових можливостей у аналiзi часових рядiв. Зокрема, глибинне навчан-

ня, яке включає в себе нейроннi мережi, дозволяє автоматизувати процес

аналiзу та виявлення закономiрностей у великих обсягах даних. Це допо-

магає покращити точнiсть прогнозування та робити бiльш складнi моделi

аналiзу.

Щодо визначення вiдстаней мiж вимiрюваннями часових рядiв, у лiте-

ратурi вказано на важливiсть цього аспекту для подальшого аналiзу. Вiдомi

рiзнi метрики вiдстаней, такi як Евклiдова вiдстань, вiдстань Махаланобi-

са, DTW, EDR, ERP, кореляцiя та iншi. Вибiр певної метрики залежить

вiд конкретного завдання та характеристик даних. Важливо враховувати,

що невiрно вибрана метрика може призвести до неправильних висновкiв.

Кластеризацiя часових рядiв є ще однiєю важливою частиною аналiзу ча-

сових даних. Цей процес допомагає групувати схожi часовi ряди, що може

бути корисним для подальшого аналiзу та класифiкацiї.

В цiлому, огляд лiтератури демонструє, що аналiз часових рядiв є

активною галуззю дослiджень, яка постiйно розвивається. Рiзноманiтнi ме-

тоди та пiдходи спрямованi на вирiшення рiзних завдань в цiй областi. Ро-

зумiння цих методiв та їхнє використання може допомогти в покращеннi
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аналiзу часових рядiв, що має велике значення для багатьох галузей науки

та промисловостi.

69



РОЗДIЛ II. ОСНОВНI МОДЕЛI ЧАСОВИХ РЯДIВ

Вибiр вiдстанi мiж вимiрюваннями в часових рядах є важливим аспе-

ктом аналiзу часових рядiв. Вiдстань мiж рядами визначає, наскiльки схо-

жi або вiдмiннi цi ряди. Однак визначення правильної метрики вiдстанi

може бути складним завданням через рiзнi особливостi часових рядiв.

Однiєю з популярних метрик вiдстанi для часових рядiв є вiдстань

Евклiда. Вона обчислює вiдстань мiж вiдповiдними точками в двох часових

рядах та пiдсумовує цi вiдстанi. Однак цей пiдхiд може бути чутливим до

зсувiв та масштабування в часових рядах i не завжди є найкращим вибором

для нестацiонарних даних.

Кореляцiйна вiдстань – це iнша популярна метрика для часових рядiв.

Вона вимiрює схожiсть мiж рядами на основi їх кореляцiйної структури.

Кореляцiйна вiдстань може бути корисною для виявлення подiбних пат-

тернiв у часових рядах, але вона також має обмеження, такi як чутливiсть

до зсувiв та змiн масштабу.

Ще однiєю метрикою вiдстанi для часових рядiв є динамiчний часовий

ряд (Dynamic Time Warping – DTW). Вiн дозволяє розраховувати вiдстань

мiж рядами, враховуючи зсуви та змiни масштабу. DTW може бути дуже

корисним для аналiзу часових рядiв зi складними змiщеннями та змiнами

масштабу, але вiн також є обчислювально витратним методом.

Загалом, вибiр оптимальної кiлькостi кластерiв та визначення вiдстанi

мiж вимiрюваннями часових рядiв залишаються вiдкритими проблемами

у галузi аналiзу даних та машинного навчання. Розробка нових методiв та
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пiдходiв для вирiшення цих завдань продовжується, i це завдання привер-

тає увагу дослiдникiв i практикiв з усього свiту. Для досягнення кращих

результатiв у визначеннi оптимальної кiлькостi кластерiв та вибору вiдста-

нi мiж вимiрюваннями часових рядiв необхiдно подальше дослiдження i

спiвпраця спецiалiстiв з рiзних галузей науки i технологiй.

2.1. Основнi означення та властивостi

Ключову роль в аналiзi часових рядiв вiдiграють процеси, властивостi

яких або деякi з них не залежать вiд часу. Для прогнозування значень

часових рядiв необхiдним є припущення, що щось не змiнюється з часом.

При екстраполяцiї детермiнованих функцiй прийнято вважати, що або сама

функцiя, або одна з її похiдних є сталою. Припущення про сталу першу

похiдну призводить до лiнiйної екстраполяцiї як засобу прогнозування. При

аналiзi часових рядiв основною метою є прогнозування ряду, який зазвичай

не є детермiнованим, але мiстить випадковий компонент.

Означення 1 Нехай Xt – часовий ряд з E(X2
t ) < ∞. Математичним

сподiванням часового ряду Xt є

µX(t) = E(Xt).

Означення 2 Коварiацiйною функцiєю часового ряду Xt називається

γX(r, s) = Cov(Xr, Xs) = E[(Xr − µX(r))(Xs − µX(s))]

для всiх цiлих значень r та s.

Означення 3 Часовий ряд Xt є (слабко або нестрого) стацiонарним, якщо

1. Математичне сподiвання µX(t) = E(Xt) не залежить вiд t.

2. Коварiацiйна функцiя γX(t+h, t) не залежить вiд t для кожного h.
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Зауваження 1 Сильна або строга стацiонарнiсть часового ряду {Xt, t =

0,±1, ...} визначається умовою, що (X1, ..., Xn) i (X1+h, ..., Xn+h) мають

однаковий сумiсний розподiл для всiх цiлих чисел h та n > 0. Легко пе-

ревiрити, що якщо Xt є строго стацiонарним, а EX2
t <∞ для всiх t, то

Xt є також нестрого стацiонарний.

Далi у роботi пiд використанням термiну "стацiонарний" мається на увазi

нестрога стацiонарнiсть часового ряду, якщо конкретно не вказано iнше.

Зауваження 2 Зважаючи на умову 2) означення 3, щоразу, коли вико-

ристовується коварiацiйна функцiя стацiонарного часового ряду Xt, ма-

ється на увазi функцiя однiєї змiнної γX , яка визначається наступним

спiввiдношенням

γX(h) := γX(h, 0) = γX(t+ h, t).

Означення 4 Нехай Xt – стацiонарний часовий ряд. Тодi автоковарiа-

цiйною функцiєю Xt з лагом (зсувом) h називається

γX(h) = Cov(Xt+h, Xt).

Автокореляцiйною функцiєю Xt з лагом h називається

ρX(h) ≡ γX(h)

γX(0)
= Cor(Xt+h, Xt).

Далi в роботi зсув по часовiй шкалi на h одиниць називатимемо лагом, а

оператор зсуву по часу – лаговим оператором.

2.2. Процеси ARMA

Стацiонарний ARMA процес умовно складається з двох частин – ав-

торегресiї (з англ. "autoregression" (AR)) та ковзного середнього (з англ.
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"mooving average" (MA)). Складова AR позначає кiлькiсть регресорiв у

часовому рядi. Тобто AR(p) означає, що вимiрювання часового ряду за-

лежить вiд p попереднiх вимiрювань. Складова MA(q) позначає суму q

попереднiх значень бiлого шуму εt з вiдповiдними ваговими коефiцiєнта-

ми.

Означення 5 ARMA процесом називається процес, який має насту-

пний вигляд:

Xt = α1Xt−1 + ...+ αpXt−p + εt + β1εt−1 + ...+ βqεt−q.

Iз означення 5 зрозумiло, що значення часового ряду Xt у момент часу t

залежить вiд суми процесiв AR(p) та MA(q).

Розглянемо детальнiше для початку процес MA(q). Дле нетермiнова-

ного стацiонарного у широкому розумiннi випадкового процесу справедли-

вою є наступна теорема.

Теорема 1 (Вольда). Недетермiнований стацiонарний у широкому розу-

мiннi випадковий процес можна представити наступним чином:

Xt − µ =
∞∑
τ=0

ψτ · εt−τ , (1)

де µt – математичне сподiвання цього процесу, а εj – бiлий шум зi скiн-

ченними математичним сподiванням та дисперсiєю. Тобто, будь-який

слабко стацiонарний процес можна представити у виглядi лiнiйної ком-

бiнацiї бiлих шумiв з рiзними ваговими коефiцiєнтами.

Так як вираз (1) лiнiйний – його часто називають лiнiйним фiльтром.

Для того, щоб вираз (1) мав сенс, необхiдно, щоб виконувалася умова збi-

жностi за ймовiрнiстю:
∞∑
i=0

|ψi| <∞,
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причому ψ0 = 1. Зрозумiло, що нескiнченна сума доданкiв породжує технi-

чнi проблеми. Виявляється, у багатьох випадках достатньо розглядати не

загальне представлення Вольда (1), а його частиннi випадки, коли число

доданкiв – скiнченне.

Означення 6 Стохастичний процес називається процесом ковзного се-

реднього (Moving Average, MA) порядку q, якщо у розкладi Вольда (1) при-

сутнi тiльки q доданкiв. Тобто

MA(q) : Xt =

q∑
τ=0

ψtεt−τ ,

(для спрощення запису використовується позначення xt = Xt − µX , тоб-

то xt – вiдхилення процесу Xt вiд його математичного сподiвання µX).

Еквiвалентно даний ряд можна представити у наступному виглядi:

xt = εt + ψ1 · εt−1 + ...+ ψq · εt−q.

Назва "ковзне середнє" пояснюється тим, що поточне значення випадко-

вого процесу визначається зваженим середнiм q попереднiх значень бiло-

го шуму. Процедуру ковзного середнього часто використовують для того,

щоб згладити данi, якi сильно коливаються. Розглянемо властивостi даного

процесу.

Процес MA – стацiонарний, так як вiн є частинним випадком деком-

позицiї Вольда (1) з математичним сподiванням E(xt) = 0 та дисперсiєю:

V (xt) = σ2
q∑

i=1

ψ2
i .

Отже, математичне сподiвання та дисперсiя не залежать вiд часу. Знайдемо

коварiацiю процесу MA:

Cov(xt, xt+τ) = σ2
q−k∑
i=0

ψiψi+r, τ = 0, 1, 2, ..., q.
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При τ > q Cov(xt, xt+τ) = 0. Для позначення коефiцiєнтiв скiнченного ряду

MA(q) використовуватимемо β:

Xt =

q∑
τ=0

βτ · εt−τ .

Це означає, що ψi до i = q включно дорiвнюють βi, решта ψi – рiвнi нулю.

Тодi вираз для коварiацiйної функцiї MA процесу має вигляд:

Cov(Xt, Xt+τ) = γ(τ) = σ2ε

q−τ∑
i=0

βi · βi+τ ,

де τ ≤ q, а σ2ε = V ar(εt).

Iншими словами, мiж значеннями часового ряду, якi знаходяться до-

статньо далеко один вiд одного, кореляцiйний зв’язок вiдсутнiй.

Для опису властивостей часових рядiв зручно використовувати лаго-

вий оператор L. Визначимо LXt = Xt−1, тобто дiя оператора зсуву на

часовий ряд повертає значення часового ряду у попереднiй момент часу.

Застосувавши лаговий оператор p разiв, отримуємо:

LpXt = L(L(L...)Xt = Xt−p.

Iнколи зручно використовувати нульовий степiнь оператора зсуву:

L0Xt = Xt.

За допомогою оператора зсуву (лагового оператора) зручно записати

процес ковзного середнього MA наступним чином:

Xt = (1L0 + β1L+ β2L
2 + ...+ βqL

q) =

= (1 + β1L+ β2L
2 + ...+ βqL

q) =

= βq(L)εt.

Iз умови нормування випливає, що коефiцiєнт L0εt або εt завжди рiв-

ний 1. Перейдемо до розгляду процесу авторегресiї AR.
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Означення 7 Якщо значення випадкового процесу визначається лiнiй-

ною комбiнацiєю скiнченного числа його попереднiх значень з додаван-

ням бiлого шуму, то такий процес називається процесом авторегресiї

(autoregression) порядку p, а його загальне рiвняння має вигляд:

Xt = α1Xt−1 + α2Xt−2 + ...+ αpXt−p + εt,

де εt – бiлий шум.

Згiдно даного формулювання процес, обернений до MA(∞), може бу-

ти позначений як AR(∞). Тим не менше немає жодних гарантiй, що при

будь-яких коефiцiєнтах α1, α2, ..., αp даний процес буде стацiонарним. Для

того, щоб AR(∞) був стацiонарним, необхiдно, щоб вiн був представле-

ний у виглядi розкладу Вольда, тобто, щоб його можна було перевести у

MA(q). Перепишемо рiвняння процесу AR(p) наступним чином:

Xt − α1Xt−1 − α2Xt−2 − ...− αpXt−p = εt,

α(L)X = Xt − α1Xt−1 − α2Xt−2 − ...− αpXt−p.

У деякому сенсi отримано "дзеркальне вiдображення" процесу MA(q).

Тепер операторний полiном дiє на X, а не на ε i результат дорiвнює εt. Тоб-

то злiва отримано рiзницеве рiвняння вiдносно X рiвне випадковiй правiй

частинi. Загальний розв’язок однорiдного рiвняння має наступний вигляд:

Xt =
∑

Ci(t)(πi)
t,

де πi – рiзнi по величинi коренi характеристичного рiвняння (можуть бути

також комплекснi), яке має вигляд:

λp − α1λ
p−1 − ...− αp = 0,

а Ci(t) – полiноми, степiнь яких на одницю меншi кратностi вiдповiдно-

го кореня. Розв’язок характеристичного рiвняння буде стiйким при умовi
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|πi| < 1. При виконаннi даної умови iснує оператор, обернений до оператора

α(L), тобто справедливим є наступний вираз:

Xt =
1

α(L)
εt.

Звiдси випливає, що процес Xt приймає вигляд, який вiдповiдає теоремi

Вольда –
∑∞

i=0 ψiεt−i, з чого випливає, що даний ряд є стацiонарним. При

|πi| ≥ 1 ряд не є стацiонарним.

У результатi умова про те, що всi коренi характеристичного рiвнян-

ня для процесу AR(p) лежать всерединi одиничного кола, є необхiдною i

достатньою для того, щоб ряд був стацiонарним.

Тут спостерiгається деяка асиметрiя. ПроцесиAR(p) iMA(q) пов’язанi.

Процес MA(q) завжди стацiонарний. Процес AR(p) – або стацiонарний

i зводиться до процесу MA(∞), або взагалi не стацiонарний. Розгляне-

мо властивостi процесу AR(p). Якщо процес AR(p) – стацiонарний, то

E(Xt) = 0. Автоковарiацiйну функцiю даного процесу можна вивести, ви-

користовуючи представлення процесу у виглядi MA(∞) за допомогою опе-

раторних полiномiв. Можна отримати потрiбний результат i iншим спосо-

бом. Помножимо обидвi частини виразу

Xt = α1Xt−1 + ...+ αpXt−p + εt

на Xt−τ i вiзьмемо математичне сподiвання. Оскiльки математичне сподi-

вання процесу рiвне 0, отримаємо рiвняння для значень автоковарiацiйної

функцiї. Якщо τ > p, то отримуємо наступну рiвнiсть:

γ(τ) = α1γ(τ − 1) + α2γ(τ − 2) + ...+ αpγ(τ − p) + E{Xt−τ · εt}.

Злiва у рiвняннi використано парнiсть автоковарiацiйної функцiї: γ(τ) =

γ(−τ). Так як процес стацiонарний, то Xt−τ представимо у виглядi нескiн-

ченної суми εt−τ та попереднiх значень ε. Всi ε, якi входять до рiвностi
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Xt−τ , не спiвпадають по часу з εt. Тому E{Xt−τ · εt} = 0, бо значення бi-

лого шуму не корелюють мiж собою. Iншими словами, отримано наступне

спiввiдношення:

γ(τ) = α1γ(τ − 1) + ...+ αpγ(τ − p).

Якщо розглядати його як рiзницеве рiвняння, то воно спiвпадає з одно-

рiдним рiвнянням для процесу Xt. Тобто значення автоковарiацiйної фун-

кцiї для τ > p задовiльняє те ж рiзницеве рiвняння. Оскiльки рiзницеве

рiвняння стiйке, то значення автоковарiацiйної функцiї спадають за моду-

лем, по крайнiй мiрi зi значення з iндексом (p+ 1).

Для τ < p цi рiвняння потрiбно модифiкувати. Замiсть рекурентного

спiввiдношення для перших p значень автоковарiацiйної функцiї отримує-

мо систему p лiнiйних рiвнянь з p невiдомими.

Отже, якщо процес AR стацiонарний, то вiн окрiм скiнченного пред-

ставленняAR(p) меє нескiнченне представленняMA(∞). Якщо умова обер-

неностi виконується, то скiнченний процес MA(q) має нескiнченне пред-

ставлення AR(∞). Такий дуалiзм представлень часового ряду можна роз-

глядати як узагальнення перетворення Койка. Важлива вiдмiннiсть про-

цесу AR вiд процесу MA полягає в тому, що для процесу MA автокореля-

цiйна функцiя пiсля i > q затухає або обривається (стає рiвною нулю).

Важливо вiдзначити вiдмiннiсть мiж стацiонарним та нестацiонарним

процесом.

Твердження 1 Якщо процес стацiонарний (є вiн AR(p) чи MA(q) про-

цесом), то, починаючи з деякого моменту, автокореляцiйна функцiя по-

чинає затухати або зовсiм зникає. Якщо ж процес не стацiонарний, то

це твердження не є вiрним.

У моделях MA q є точним параметром, пiсля якого автокореляцiйна

функцiя затухає. У випадку AR(p) моделей такого не вiдбувається. Тому
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важливо отримати вiдповiдну характеристику, яка вказуватиме на точний

порядок p у рiвняннi авторегресiї. Такою характеристикою є частинна ав-

токореляцiйна функцiя (Partial Autocorrelation function, PACF). У визна-

чення автокореляцiйної функцiї

ρ(τ) =
1

V ar(Xt)
E{(Xt − µ)(Xt−τ − µ)}

входить коварiацiя мiж значеннями процесу, якi вiдстають на τ крокiв один

вiд одного. Тим не менше на поведiнку процесу AR(p) статистично впли-

ває не тiльки його значення в момент на τ одиниць назад, а й усi промiжнi

значення процесу мiж моментами t i t − τ . Встановимо далi лiнiйну ста-

тистичну залежнiсть мiж значеннями процесу у цi моменти часу за умови

виключення впливу усiх промiжних значень. Тобто яким є "чистий" взає-

мозв’язок мiж цими значеннями.

Висновок 1 Частинна автокореляцiйна функцiя авторегресiйного про-

цесу AR(p) рiвна 0 для k > p i, взагалi кажучи, не рiвна 0 при k ≤ p.

Отже, частинна автокореляцiйна функцiя для процесу AR вiдiграє таку

ж важливу роль, як автокореляцiйна функцiя для процесу MA – вона

перетворюється в нуль як тiльки k > p.

Перейдемо до комбiнацiї двох процесiвAR таMA – процес авторегресiї

та ковзного середнього (ARMA).

Опишемо умови стацiонарностi процесу ARMA iз означення 5. Як

було встановлено вище, якщо всi коренi полiнома αp(L) по модулю меншi

одиницi, то iснує обернений оператор, тобто:

Xt = [αp(L)]−1βq(L)εt.

Обернений оператор можна розкласти у суму елементарних дробiв, кожну

з яких представити як нескiнченно спадну геометричну прогресiю, тобто
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нескiнченний операторний полiном. При множеннi на скiнченний полiном

знову отримується нескiнченний полiном. Вираз має сенс, коли всi характе-

ристичнi коренi полiнома αp(L) по модулю меншi одиницi. Тодi отриманий

розклад є розкладом Вольда (1) i процес є стацiонарним. Все вищесказане

приводить до того, що стацiонарнiсть процесу ARMA визначається тiльки

його AR частиною. Тому умови стацiонарностi процесу ARMA тi ж самi,

що i у процесу AR. Процес ARMA стацiонарний, якщо коренi характе-

ристичного рiвняння AR частини по модулю меншi одиницi. Аналогiчно,

умови оборотностi процесу, тобто можливiсть виразити εt через Xt, повнi-

стю визначаються умовами оберненостi MA частини:

εt = [βq(L)]−1αp(L)Xt.

Якщо MA частина процесу ARMA оборотна, то i весь процес оборотний.

Отже, якщо процесARMA стацiонарний, то вiн обов’язково маєMA(∞)

представлення, як i будь-який стацiонарний процес згiдно з теоремою Воль-

да. У той же час процесARMA має ще i скiнченне представленняARMA(p, q).

Процес ARMA може мати ще i нескiнченне AR(∞) представлення. Тим

самим, якщо деякий процес можна привести до вигляду ARMA, то вiн

визначатиметься p+ q параметрами.

Очевидно, що математичне сподiвання стацiонарного процесу ARMA

рiвне нулю: EXt = 0.

Для того, щоб з’ясувати як веде себе автокореляцiйна i частинна авто-

кореляцiйна функцiї процесу ARMA, розглянемо найпростiший випадок –

процес ARMA(1, 1):

Xt = αXt−1 + εt + βεt−1.

Використовуючи лаговий оператор, процес ARMA має вигляд:

(1 − αL)Xt = (1 + βL)εt.
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Умова стацiонарностi тодi має вигляд: |α| < 1, умова оборотностi – |β| < 1.

Для обчислення дисперсiї даного процесу зручно використовувати його

MA(∞) представлення, яке вiдповiдає теоремi Вольда – так зване пред-

ставлення лiнiйного фiльтра.

Xt =
1 + βL

1 − αL
εt = [1 + (α + β)L+ α(α + β)L2 + ...]εt.

Тодi

V ar(Xt) = (1 + (α + β)2 + α2(α + β)2 + ...)σ2ε =

=

[
1 +

(α + β)2

1 − α2

]
σ2ε =

1 + β2 + 2αβ

1 − α2
σ2ε .

Автокореляцiйна функцiя процесу авторегресiї ковзного середнього

має вигляд:

ρ1 =
(α + β)(1 + αβ)

1 + β2 + 2αβ
.

Пiдсумовуючи вищесказане, отримуємо, що якщо процес вiдноситься

до типу ARMA(p, q), то, починаючи з деякого номера (причому цей номер

є важливим, так як вiн вказує на величину p i q), i автокореляцiйна, i ча-

стинна автокореляцiйна функцiї ведуть себе як сума затухаючих експонент,

якщо ряд стацiонарний.

Процеси ARMA, якi розглядалися до цих пiр, є строго недетермiно-

ваними з нуьовим математичним сподiванням. Якщо у рiвняння процесу

ARMA αp(L)xt = βq(L)εt пiдставити вираз xt = Xt − µ, то отримаємо:

αp(L)(Xt − µ) = βq(L)εt. Вiдкриваючи дужки i використовуючи очеви-

дну рiвнiсть αp(L)µ = µ(1 − α1 − α2 − ... − αp) = αp(1)µ, отримуємо

αp(L)Yt = αp(1)µ+βq(L)εt, де θ = αp(1)µ – деяка константа. За допомогою

введення вiльного члена у рiвняння береться до уваги ненульове математи-

чне сподiвання. Тодi математичне сподiвання процесу буде рiвне µ = θ
αp(1)

.

Тому без втрати загальностi можа розглядати процес з ненульовим, але

сталим математичним сподiванням.
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2.3. Процеси ARIMA

Розглянемо процес випадкового блукання (Random walk). Iнколи цей

процес називають процесом броунiвського руху. Процес випадкового блу-

кання задається наступним чином:

Xt = Xt−1 + εt, (2)

де εt – бiлий шум. Даний процес можна розглядати як AR(1) процес. Об-

числимо математичне сподiвання, дисперсiю та автокореляцiйну функцiю

даного процесу при умовi, що X0 – початкова точка. Рiвняння (2) є зви-

чайним рiзницевим рiвнянням. Його загальний розв’язок має вигляд:

Xt = Xt−2 + εt + εt−1 =

= Xt−3 + εt + εt−1 + εt−2 + · · · =

= X0 +
t∑

τ=0

εt−τ .

Математичне сподiвання даного процесу задовольняє умову стацiонарно-

стi:

EXt = E(X0) + E

(
t∑

τ=0

εt−τ

)
= X0 +

∑
E(εt−τ) = X0 + 0 = const.

Дисперсiя процесу випадкового блукання розсте пропорцiйно часу t:

V (Xt) = t · σ2ε .

Отже, процес випадкового блукання не є стацiонарним.

Якщо взяти першу рiзницю даного процесу

∆Xt = Xt −Xt−1 = (1 − L)Xt,

то рiвняння зведеться до наступного вигляду:

∆Xt = yt = εt.
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Тобто, пiсля взяття першої рiзницi часовий ряд стане стацiонарним. Варто

зауважити, що даний пiдхiд приводить до стацiонарностi не тiльки процес

випадкового блукання.

Розглянемо ряд вигляду Xt = α + βt+ γt2 + εt. Його повнiстю детер-

мiнована частина – тренд є параболiчною функцiєю часу. Очевидно, що

даний ряд нестацiонарний. Математичне сподiвання даного процесу зале-

жить вiд часу. З’ясуємо, чи приводиться такий ряд за допомогою взяття

послiдовних рiзниць до стацiонарного. Вiзьмемо першу рiзницю:

∆Xt = α + βt+ γt2 + εt − α− β(t− 1) − γ(t− 1)2 − εt−1 =

= β + 2γt− γ + (εt − εt−1).

Степiнь полiнома, який описує тренд, понизилась на одиницю. Якщо про-

вести взяття другої рiзницi, то залишиться

∆2Xt = ∆Xt − ∆Xt−1 = 2γ + (εt − 2εt−1 + εt−2),

тобто отримаємо стацiонарний процес. Варто вiдмiтити, як у рiвняння по-

чинає "проникати" ковзне середнє. Отриманий дворазовим взяттям рiзниць

стацiонарний процес є процесом MA(2). Проте, у крайньому випадку, взя-

ттям послiдовних рiзниць вихiдний ряд з квадратичним трендом приводи-

ться до стацiонарного вигляду. Пiдмiтивши цю властивiсть, Бокс i Джен-

кiнс запропонували видiлити клас нестацiонарних часових рядiв, якi взят-

тям послiдовних рiзниць можна привести до стацiонарного вигляду, а саме

до рядiв типу ARMA.

Означення 8 Якщо ряд пiсля взяття d послiдовних рiзниць приводи-

ться до стацiонарного, то вiн називається ARIMA(p, d, q) процесом.

Так прийнято, що d – кiлькiсть взятих рiзниць вставляється всере-

дину. Скорочення I (з англ. – Integrated) означає iнтегрований. Операцiя,
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обернена до взяття послiдовних рiзниць, – сумування. Нескiнченно мала

рiзниця називається диференцiалом. Обернений пiдхiд до диференцiала

називається iнтегруванням. Саме даний термiн використовується у абре-

вiатурi процесу, хоча на увазi мається сумування.

ARIMA – процес авторегресiї iнтегровного ковзного середнього. При

цьому p – параметр AR-частини, d – степiнь iнтеграцiї, q – параметр MA-

частини. В операторному виглядi процес ARIMA(p, d, q) записується так:

αp(L)∆dxt = βq(L)εt.

Пiдхiд Бокса-Дженкiнса.

Нехай дана реалiзацiя деякого часового ряду. Необхiдно пiдiбрати мо-

дель до даної реалiзацiї часового ряду, яка б описувала дану реалiзацiю

часового ряду. Бокс та Дженкiнс запропонували наступний пiдхiд до вибо-

ру моделi типу ARIMA.

I етап

Iдентифiкацiя моделi ARIMA(p, d, q):

1. Встновити порядок iнтеграцiї d, тобто зробити ряд стацiонарним,

взявши достатню кiлькiсть послiдовних рiзниць.

2. До отриманого часового ряду Yt необхiдно пiдiбрати процесARMA(p, q).

Виходячи з поведiнки автокореляцiйної (Sample Autocorrelation Functi-

on, SACF ) i частинної автокореляцiйної функцiї (Sample Partial Autocorrelati-

on Function, SPACF ), встановити параметри p та q.

II етап

Оцiнка коефiцiєнтиiв α1, α2, ..., αp, β1, β2, ..., βq при умовi, що p та q –

вiдомi.

III етап

Тестування та дiагностика побудованої моделi за залишками.
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IV етап

Використання побудованої моделi. Найчастiше побудованi моделi часо-

вих рядiв використовують для прогнозування майбутнiх значень часового

ряду.

2.3.1. Нестацiонарнi часовi ряди

Iз теореми Вольда випливає, що моделi типу ARMA включають всi

стацiонарнi процеси. З нестацiоарними часовими рядами ситуацiя iнша –

фактично ми будемо розглядати тiльки частиннi випадки нестацiонарних

часових рядiв. Згiдно з означенням процесу ARIMA(p, d, q), d – це степiнь

iнтеграцiї ряду, тобто ряд стає стацiонарним пiсля застосування d разiв

операцiї взяття послiдовних рiзниць. Виявляється, два рiзних за властиво-

стями нестацiонарнi часовi ряди приводяться до стацiонарного вигляду за

допомогою взяття послiдовних рiзниць.

1 тип: процес з детермiнованим полiномiальним трендом. Xt = Pk(t),

де Pk(t) – полiном степенi k вiд t, а εt – стацiонарний процес, не обов’язково

бiлий шум. Якщо обмежитися розглядом тiльки лiнiйного тренду Xt =

α + βt+ εt, то можна записати:

∆Xt = Xt −Xt−1 = (1 − L)Xt = β + (εt − εt−1).

Оскiльки εt – стацiонарний процес, то його перша рiзниця є також стацiо-

нарним процесом, хоча, якщо εt – бiлий шум, то з’являється MA частина.

У випадку полiномiального тренду для приведення до стацiонарного виду

потрiбно взяти послiдовнi рiзницi декiлька разiв.

2 тип: процес випадкового блукання

Xt = µ+Xt−1 + εt.
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У цьому випадку ∆Xt = µ + εt, а процес Xt називається випадковим блу-

канням з дрейфом. Розв’язок даного рiзницевого рiвняння можна записати

у наступному виглядi:

Xt = µt+
t−1∑
j=0

εt−j.

Застосувавши пiдхiд Бокса-Дженкiнса та перейшовши до рiзниць, мо-

жна оцiнити параметри моделi ARMA(p, q). Для того, щоб повернутися

назад до процесу Xt, необхiдно вибрати схему, по якiй повертатися.

У обох розглянутих процесiв є лiнiйний тренд, але данi процеси вiдрi-

зняються випадковою частиною. У першому випадку випадкова частина –

це поточний шок, поточнi збурення, а в другому випадку – це накопичення

збурень вiд попереднiх шокiв.

Якщо процес випадкового блукання можна привести до стацiонарно-

го вигляду тiльки методом взяття першої рiзницi, то ряд першого типу

можна привести до стацiонарного вигляду також за допомогою видiлення

лiнiйного тренду, наприклад, побудувавши лiнiйну регресiю та розглянув-

ши стацiонарний залишок.

Отже, слiд розглядати два типи нестацiонарних процесiв:

1 тип: процес, який зводиться до стацiонарного методом видiлення

лiнiйного тренду – TSP (trend stationary process). Даний процес має вигляд:

Xt = α + βt+ εt.

Даний процес приводиться до стацiонарного процесу методом включення

в регресiю лiнiйного тренду. Тобто, це процес з детермiнованим трендом.

Iнколи даний процес називається TS.

2 тип: процес, який приводиться до стацiонарного методом взяття пер-

шої рiзницi – DSP (diferencing stationary process). Даний процес має насту-

пний вигляд:

Xt = Xt−1 + εt.
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Iнколи процес такого типу називають DS.

Властивостi процесу TSP :

• Процес TSP – нестацiонарний через змiнний тренд.

• Скiнченна пам’ять про шоки – процес забуває про помилку одразу

на наступному кроцi. Якщо замiсть бiлого шуму буде стояти бiльш

загальний процес ARMA(p, q), то, звичайно, шоки здiйснюють вплив

протягом деякого часу, проте їхнiй вплив з часом слабшає.

Властивостi процесу DSP :

• Процес DSP – нестацiонарний через змiнну дисперсiю

• Так як у явному розв’язку стоїть сума всiх попереднiх ε, то шоки

пам’ятаються увесь час. Даний процес є процесом з нескiнченною

пам’яттю. З точки зору економiки це не зовсiм зрозумiло – шоки не

повиннi з’являтися постiйно.

Процеси TSP та DSP описуються наступними рiвняннями:

TSP DSP

Xt = α + βt+ εt Xt = µ+Xt−1 + εt

Табл. 1: Iснуючi шляхи оцiнки CS для рiзних систем

Розглянемо модель:

Xt = α + ρXt−1 + βt+ εt.

Дана модель увiбрала риси обох моделей TSP та DSP . Гiпотези про ха-

рактер ряду можна записати наступним чином:

H0 : ряд типу DS => ρ = 1, β = 0.

H1 : ряд типу TS => |ρ| < 1.
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Тодi для гiпотези H1 ε буде не просто бiлим шумом, а деяким стацiонарним

рядом. Нульова гiпотеза вiдноситься до класу загальних лiнiйних гiпотез.

При традицiйному пiдходi для її перевiрки потрiбно оцiнити 2 регресiї:

Xt = α + ρXt−1 + βt+ εt

i

Xt = α +Xt−1 + εt.

А потiм перевiрити значимiсть рiзницi сум квадратiв залишкiв, використо-

вуючи F -статистику. Розглянемо для початку бiльш просту версiю даної

моделi:

Xt = α + ρXt−1 + ε,

тобто без включення лiнiйного тренду. У цьому випадку гiпотези матимуть

наступний вигляд:

H0 : ρ = 1 => DS,

H1 : |ρ| < 1 => TS.

Тепер можна перевiрити гiпотезу про те, що ρ = 1 за допомогою t-

статистики. Рiвняння можна переписати в iншому виглядi. Пiсля вiднiма-

ння iз обох частин Xt−1 отримуємо:

∆Xt = α + (ρ− 1)Xt−1 + εt.

Нехай ρ− 1 = γ, тодi гiпотези матимуть вигляд:

H0 : γ = 0,

H1 : γ < 0.

У класичнiй лiнiйнiй регресiї для перевiрки такої гiпотези застосовує-

ться одностороння t-статистика. Але у випадку виконання нульової гiпоте-

зи, ряд Xt є випадковим блуканням, його дисперсiя прямує до безмежностi
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при збiльшеннi t i розподiл статистики γ̂
s.e.(γ̂) не є розподiлом Стьюдента.

Звiдси випливає, що асимптотичний розподiл даної статистики не є нор-

мальним. Причиною цього є невиконання умов Центральної граничної тео-

реми у даному випадку. Аналiтичний вираз для асимптотичного розподiлу

статистики γ̂
s.e.(γ̂) можна виразити через стохастичнi iнтеграли Вiнерового

випадкового процесу. Критичнi точки даного розподiлу приходиться розра-

ховувати у числовiй формi, використовуючи симуляцiю процесу методом

Монте-Карло. Вперше даний розподiл був розглянутий у роботi Дiккi i

Фуллера. Тест, який використовує для перевiрки типу нестацiонарностi да-

ний розподiл, при умовi, що γ = 0, тобто, коли процес належить типу DS,

називається тестом Дiккi-Фуллера i позначається як DF -тест. При умовi,

що нульова гiпотеза γ = 0 виконується, маємо процес випадкового блукан-

ня (DSP ). Саме для даного випадку не працює t-статистика.

2.3.2. Тест Дiкi-Фуллера

Тест Дiккi-Фуллера призначений для того, щоб розрiзняти часовi ряди

типу TS та DS. Вiдповiдно до нульової гiпотези H0 дослiджуваний ряд

належить до типу DS. Згiдно з альтернативною гiпотезою вiн може бути

типу TS i, одночасно, бути нестацiонарним, тобто мiстити детермiнований

тренд або не мати тренду – бути стацiонарним. Специфiкацiя моделi у

прямiй та альтернативнiй гiпотезi, тобто включення або не включення у

модель вiльного члена i/або детермiнованого тренду, впливає на розподiл

t-спiввiдношення.

Дiккi i Фуллер [93] почали з дослiдження рiвняння: ∆Xt = γXt−1 +

εt. У даному випадку при умовi, що виконується гiпотеза H0, тобто, що

γ = 1, розподiл t-вiдношення (вiдношення оцiнки коефiцiєнта γ, отриманої

МНК, до оцiнки його середньоквадратичного вiдхилення) називається DF -
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розподiлом. Включивши у модель вiльний член, отримаємо модель ∆Xt =

α+γXt−1+ε. А, додатково, включивши у модель лiнiйний тренд, отримаємо

модель ∆Xt = α + βt+ γXt−1 + ε.

Виявляється, що у всiх трьох випадках розподiл t-спiввiдношення γ̂
s.e.(γ̂)

виражається через iнтеграли вiд Вiнерового процесу, але по-рiзному. Всi

три розподiли прийнято пов’язувати з iменами Дiккi i Фуллера. Проте цi

розподiли рiзнi i залежать вiд того, якi додатковi регресори входять у рiвня-

ння. Позначимо критичнi величини для першого розподiлу τ0, для другого

розподiлу – τµ, для третього розподiлу – ττ . Всi цi значення вiд’ємнi, при-

чому ττ < τµ < τ0 < tSt, де tSt – критичне значення розподiлу Стьюдента.

Розглянемо ситуацiю, коли ряд типу TS приймають за ряд типу DS

та з’ясуємо, чи має це негативнi наслiдки. Iншими словами, перевiримо,

чи має негативнi наслiдки зайва кiлькiсть взятих рiзниць. З точки зору

пiдходу Бокса-Дженкiнса, до чого приводить переоцiнка параметра d?

Розглянемо стацiонарний процес MA(1):

xt = εt + αεt−1 = (1 + αL)εt.

Взявши першу рiзницю, отримаємо:

yt = ∆xt = (1 − L)xt = (1 − L)(1 + αL)εt = (1 − (1 − α)L− αL2)εt.

Отримана модель тепер вiдноситься до типу MA(2), оцiнювати потрiбно

уже два параметри, а не один. Оцiнимо звичайним способом коефiцiєнти

моделi yt = ut+θ1ut−1+θ2ut−2. Залишкова дисперсiя процесу xt: V ar(xt) =

(1 +α2)σ2ε . Для процесу yt один iз коренiв вiдповiдного характеристичного

рiвняння рiвний одиницi. Це означає, що процес yt – необоротний, для ньо-

го не iснує AR(∞) представлення. Зрозумiло, що це приведе до ускладнень

при оцiнюваннi коефiцiєнтiв. Дисперсiя процесу yt: V ar(yt) = (1+θ21+θ22)σ
2
u

або можна записати по-iншому: V ar(yt) =
[
1 + (1 − α)2 + α2

]
σ2ε . Очеви-

дно, що V ar(yt) > V ar(xt), тобто взяття зайвих рiзниць приводить до
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збiльшення дисперсiї у тому числi i дисперсiї залишкiв пiсля застосування

методу найменших квадратiв [94]. Iнколи даний ефект поряд iз поведiнкою

автокореляцiйної функцiї може служити деяким неформальним критерiєм

для вiдповiдi на питання – потрiбно брати послiдовнi рiзницi чи нi. Якщо

при переходi до наступної рiзницi дисперсiя зростає, то, швидше за все,

рiзницю брати не потрiбно.

2.5. Знаходження вiдстанi мiж часовими

рядами

Переважна бiльшiсть задач, якi грунтуються на часових рядах як ма-

тематичних моделях, розв’язується шляхом пiдбору оптимальних моделей

для часових рядiв [95, 96, 97]. Поряд iз цiєю проблемою, внаслiдок розвитку

машинного навчання та теорiї випадкових процесiв, все бiльше уваги придi-

ляється кластеризацiї часових рядiв [27]. Для розбиття даних на кластери

необхiдно вказати метрику, за допомогою якої знаходять вiдстанi мiж вимi-

рюваннями часових рядiв. До знаходження вiдстанi мiж часовими рядами

найчастiше застосовують такi пiдходи:

1. Наївний. Розглядають часовий ряд як точку в RT , де T – довжина ча-

сового ряду. При цьому кластеризацiя часового ряду перетворюється

в кластеризацiю точок в RT [23].

2. Кластеризацiя на основi параметрiв моделi. Тут для всiх часових ря-

дiв вибирається одна «базова» модель. Наприклад, [25, 62, 66]. На-

ступним кроком є припущення про розподiл основних параметрiв мо-

делi i обчислення апостерiорних оцiнок параметрiв часових рядiв. На

основi даних параметрiв i здiйснюється кластеризацiя.
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Недолiк першого пiдходу – очевидний, оскiльки наївний спосiб не вра-

ховує особливостi моделi часового ряду: наявнiсть кореляцiї мiж часовими

рядами, присутнiсть детермiнованих компонент (тренда, сезонної компо-

ненти), вид автокореляцiйної функцiї, спектральну щiльнiсть тощо. Основ-

ними недолiками другого способу, як ймовiрнiсного методу, є те, що модель

часового ряду є фiксованою i вибiр початкового розподiлу параметрiв оби-

рається з точки зору простоти обчислення апостерiорного розподiлу. Хоча

друга проблема для другого алгоритму досить легко вирiшується за до-

помогою алгоритмiв Метрополiса-Гaстiнга [27], Гiббса [60], однак для не-

великих часових рядiв невдалий пiдбiр початкового розподiлу параметрiв

призводить до поганого наближення апостерiорного розподiлу.

Крiм того, методика даного способу ґрунтується на розбиттi часового

ряду на три основнi частини:

xt = pt + st + ct, (3)

де xt – значення часового ряду, pt – полiномiальний тренд, st – значен-

ня сезонної компоненти, ct – випадкова складова часового ряду, для якої

визначається модель часового ряду. Аналогiчне розбиття нами буде вико-

ристано далi у дисертацiйному дослiдженнi. Слiд зазначити, що розбиття

ряду на компоненти (3) простежується також i в багатьох iнших моделях

випадкових процесiв – семимартингали, пiвмартингали тощо.

У роботi розглядаються стацiонарнi часовi ряди: математичне сподi-

вання i дисперсiя не змiнюються з часом – постiйнi величини; коварiацiя

залежить тiльки вiд вiдстанi мiж вимiрами часового ряду i не залежить вiд

їх значень. Якщо вхiднi часовi ряди є нестацiонарними, за допомогою взя-

ття диференцiальних рiзниць їх приводять до стацiонарних часових рядiв

[68].
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2.5.1. Метрики для знаходження вiдстанi мiж

часовими рядами

Способи оцiнки подiбностi даних часових рядiв вже давно викликають

iнтерес фахiвцiв з аналiзу даних, оскiльки часовi ряди є однiєю з матема-

тичних моделей, якi найчастiше застосовуються для опису реальних явищ.

Критичною дослiдною проблемою з аналiзу часових рядiв є вибiр функцiї

вiдстанi для визначення поняття подiбностi мiж двома часовими рядами.

Розглядаючи безперервнi функцiї, Евклiдова вiдстань є найбiльш по-

ширеною метрикою для часових рядiв:

dE =

√
(x⃗− y⃗) (x⃗− y⃗)

′
.

Зауважимо, що Евклiдова вiдстань є iнварiантною при розглядi змiн

в порядку уявлення часових рядiв. Отже, Евклiдова вiдстань непридатна

для знаходження вiдстаней у багатовимiрних часових рядах i не враховує

кореляцiю мiж спостереженнями, що є iстотним недолiком. Для порiвняння

даних часових рядiв, де тренди i еволюцiї повиннi бути врахованi, або,

якщо форма часового ряду описується послiдовнiстю функцiй, актуальним

є спiввiдношення Пiрсона:

dC (x⃗− y⃗) = 1 − (x⃗− y⃗) (x⃗− y⃗)
′√

(x⃗− x⃗) (x⃗− x⃗)
′
√

(y⃗ − y⃗) (y⃗ − y⃗)
′
.

яке також широко використовують, хоча воно недосконале [66].

Вiдстань Махаланобiса:

dM (x⃗, y⃗) =

√
(x⃗− y⃗)C−1 (x⃗− y⃗)

′

можна вважати еволюцiйною Евклiдовою вiдстанню, яка враховує кореля-

цiю даних. Ця вiдстань використовує матрицю коварiацiї вхiдних векторiв

C для «зважування» особливостей часового ряду. Вiдстань Махаланобiса
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[86] зазвичай успiшно працює з великими наборами даних, де зменшено

характеристики. Бiльш детальний опис вiдстаней можна знайти в [21].

В останнiх дослiдженнях з цiєї областi розроблено серiю методiв для

знаходження вiдстаней мiж багатовимiрними часовими рядами, якi можна

роздiлити на два класи.

Перший клас включає функцiї, заснованi на нормах L1 и L2 [21]. При-

кладами функцiй цього класу є динамiчна трансформацiя часу (Dynamic

Time Warping distance, DTW) [69] i коректування вiдстанi зi штрафом (Edit

Distance with Real Penalty, ERP) [66].

Другий клас функцiй вiдстаней включає методи, якi обчислюють оцiн-

ку подiбностi за порогом вiдповiдностiε. Прикладами цього класу функцiй

є найдовша спiльна пiдпослiдовнiсть (Longest Common Subsequence, LCSS)

[50] i коректування вiдстанi в реальнiй послiдовностi (Edit Distance on Real

Sequence, EDR) [70]. Попереднi дослiдження [23] показали, що цей другий

клас методiв є кращим при наявностi шумiв i змiщення за часом.

Динамiчна трансформацiя часу (DTW) спецiально призначена для по-

рiвняння часових рядiв [65]. Застосування DTW дозволяє провести нелi-

нiйне вiдображення двох векторiв, мiнiмiзуючи вiдстань мiж ними. Вiд-

стань DTW може бути використано для векторiв рiзної довжини:X =

[x1, x2, ..., xn] i Y = [y1, y2, ..., yn]. За допомогою DTW визначається матри-

ця витрат C розмiрностi n×m, яка мiстить вiдстанi (зазвичай Евклiдову)

мiж двома точками xi i yi. Тимчасова трансформацiяW = w1, w2, ..., wK , де

max (m,n) ≤ K < m+n− 1 формуються набором матричних компонентiв

на наступних умовах:

1. Граничнi умови: w1 = C (1, 1) i wK = C (n,m);

2. Умови монотонностi: дано wk = C (a, b) i wk−1 = C (a′, b′), a ≥ a′ и

b ≥ b′;
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3. Умова величини кроку: дано wk = C (a, b) i wk−1 = C (a′, b′), a−a′ ≤ 1

i b− b′ ≤ 1.

Iснує багато способiв, що забезпечують виконання зазначених умов.

Одним з таких способiв є вiдстань DTW, за допомогою якого мiнiмiзується

значення часової трансформацiї в часовому ряду:

dw (x⃗, y⃗) = min

√√√√ K∑
k=1

wK . (4)

Основним недолiком (4) залишається розрахунок шляху мiнiмальної

вартостi. До того ж вiдстань DTW не може розглядатися як метрика, тому

що воно не задовольняє нерiвнiсть трикутника.

Огляд показникiв метрик вiдстаней для кластеризацiї часових рядiв

можна знайти в [67]. Iншими важливими способами знаходження вiдстаней

є косинус вимiрювання [62], що добре пiдходить для моделей з рiзною або

змiнною довжиною або методи подiбностi Жаккара i Танiмото [26], якi

також можна iнтуїтивно розумiти як комбiнацiю Евклiдових вiдстаней i

кореляцiй.

Отже, розглянемо часовий ряд X, який визначається послiдовнiстю

реальних значень (вимiрювань), де кожне значення xi взято в конкретний

момент часу, тобто X = [x1, x2, ..., xn]. Маючи послiдовнiсть X, яка описує

часовий ряд, можна нормувати часовий ряд, використовуючи середнє µ i

стандартне вiдхилення σ:

Norm (X) =

[
x1 − µ

σ
,
x2 − µ

σ
, ...,

xn − µ

σ

]
.

Нормалiзацiя рекомендується для того, щоб вiдстань мiж двома часо-

вими рядами була iнварiантною для масштабування амплiтуди i змiщення

часових рядiв.

Проблема використання L1 – норми для часових рядiв, як зазначено

вище, полягає в тому, що вона потребує, щоб часовi ряди були однакової
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довжини i не мали локального змiщення за часом. Якщо необхiдно знайти

вiдстань мiж двома часовими рядами рiзної довжини, можна додати вимi-

рювання в якостi пропущених значень (gaps) в часовому ряду з меншою

довжиною або видалити значення в довшому часовому рядi. Тим самим

зникне проблема рiвностi довжин i локального змiщення за часом.

Вiдстань коригування рядка

dist(yi, xi) =


0, якщо yi = xi,

1, якщо yi або xi пропущенi,

1, в iнших випадках.

(5)

де yi, xi – елементи рядкiв.

При переходi вiд послiдовностей до часових рядiв складнiсть полягає

в тому, що елементи yi i xi є не символами, а реальними значеннями.

Для аналiзу часових рядiв необхiдно враховувати кореляцiї мiж зна-

ченнями ряду. Вiдстань EDR дозволяє врахувати реальнi значення за до-

помогою введення параметра δ, який будемо називати порогом.

distEDR(yi, xi) =

 0, якщо |yi − xi| ≤ δ,

1, в iнших випадках.
(6)

Недолiки вiдстанi EDR: кожна рiзниця мiж елементами часових рядiв

дорiвнює 1 (другий випадок формули (6)); використання порогу δ. Вiдстань

DTW не має цiєї проблеми, так як воно використовує L1– норму мiж двома

непропущеними елементами.

Вiдстань DTW вiдрiзняється вiд EDR двома основними моментами,

якi описуються наступною формулою:

distDTW (yi, xi) =


|yi − xi|, якщо yi, xi не пропущенi,

|yi − xi−1|, якщо xi пропущено,

|xi − yi−1|, якщо yi пропущено.

(7)
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Основна причина, чому DTW не задовольняє нерiвнiсть трикутника, по-

лягає в тому, що коли необхiдно iнтерполювати пропущений вимiр, вiн по-

вторює (копiює) попереднiй елемент. Таким чином, як показано в другому

i третьому випадках формули (7), рiзниця мiж елементом i пропущеним

значенням залежить вiд yi−1 або xi−1.

Розглянемо вiдстань ERP, так як воно використовує «штраф» мiж дво-

ма не пропущеними значеннями i постiйною величиною обчислення вiд-

станей для пропущених значень. Таким чином, метод ERP використовує

наступну формулу для обчислення вiдстанi:

distERP (yi, xi) =


|yi − xi|, якщо yi, xi не пропущенi,

|yi − g|, якщо xi пропущено,

|xi − g|, якщо yi пропущено.

(8)

де g– деяка константа, «штраф» за пропущене значення або усереднене

значення сусiднiх значень часового ряду. Константа g може бути обрана,

як середнє двох або кiлькох сусiднiх значень часового ряду. Спецiалiст з

аналiзу даних за допомогою аналiзу графiка часового ряду може зробити

висновок стосовно того, скiльки значень необхiдно розглянути для запов-

нення пропущених вимiрювань.

Ґрунтуючись на формулi (8), вiдстань ERP мiж двома часовими ря-

дами визначається формулою (??) з таблицi 1 i позначається ERP (Y,X).

Ретельне порiвняння формул з таблицi 1 показує, що вiдстань ERP можна

розглядати як комбiнацiю L1 – норми i EDR.

DTW (Y,X) =


0, якщо m = n = 0,

∞, якщо n = 0 або m = 0,

distdtw(y1, x1) + A, в iнших випадках.

(9)

A = min {DTW (Rest(Y ), Rest(X)), DTW (Rest(Y ), X), DTW (Y,Rest(X))} .
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EDR(Y,X) =



n, якщо m = 0,

m, якщо n = 0,

EDR(Rest(Y ), Rest(X)), distedr(y1, x1) = 0,

B, в iнших випадках.

(10)

Складнiсть алгоритмiв DTW i ERP становить O (NM), де N i M –

довжини двох вхiдних послiдовностей. Без втрати спiльностi, припускаю-

чи, що N ≥M , складнiсть алгоритму становить O
(
N 2
)
. Алгоритми мають

ту ж складнiсть при розглядi багатовимiрних часових рядiв в просторi.

2.5.2. Алгоритм пошуку оптимальних моделей

Як було зазначено вище, важливу роль в дослiдженнi часових рядiв

вiдiграє кластеризация часових рядiв. В якостi ступеню схожостi при кла-

стеризацiї є наступна мiра [98]:

HM (G1, ..., Gm) =
m∑
k=1

2

nk − 1

∑
i<j∈Gk

d (Mi,Mj) , (11)

де d (Mi,Mj) – вiдстань мiж моделями часових рядiв i i j. Дану вiдстань, як

основний об’єкт роботи, ми обчислимо нижче. Отже, головною проблемою

для визначення ступеню схожостi HM (G1, ..., Gm) є визначення вiдстанi

мiж часовими рядами d (Mi,Mj).

РозглянемоN часових рядiв, функцiонування яких вiдстежується про-

тягом T перiодiв. Тобто данi мають такий вигляд:
x11 ... x1T

x12 ... x2T

... ... ...

xN1 ... xNT

 . (12)
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Базовою моделлю часового ряду, як було зазначено вище, єARMA (p, q)

модель:

Φ (L) = ϕ0 + ...+ ϕpL
p,

Θ (L) = θ0 + ...+ θqL
q,

причому ϕ0 = θ0 = 1; L – лаговий оператор.

Таким чином, поряд з роботою [98], де визначалася одна модель для

всiх часових рядiв, в нашому випадку для перевiрки потрiбно переглянути:

Ntotal = ((P + 1) (Q+ 1))N (13)

моделей, що зазвичай є неможливим при великiй кiлькостi моделей, тобто

при великих P, Q i N . З огляду на обчислювальну складнiсть поставле-

ного завдання, в роботi запропоновано алгоритм пошуку вiдстанi мiж дво-

ма часовими рядами, грунтуючись на їх моделях, з використанням тiльки

ARMA (P,Q) для всiх часових рядiв.

У бiльшостi робiт, «вiдстань» мiж моделями, яка характеризує часовi

ряди x1 та x2, визначаються в такий спосiб:

d (M1,M2) =

√√√√ T∑
t=1

(x1t − x2t)
2,

тобто розглядається L2– норма.

Цей метод взятий з наївного пiдходу i не враховує моделей, згiдно з

якими функцiонують часовi ряди. Нами для визначення вiдстанi мiж мо-

делями буде використано поняття MA (∞) уявлення [68]. Вiдповiдно до

твердження роздiлу 2 [32], довiльний стацiонарний часовий ряд xt, що за-

даний за допомогою ARMA (p, q) моделi (14) однозначно можна записати

у виглядi MA (∞) уявлення:

x (t) = Θ̃ (L) εt, (14)
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де

Θ̃ (L) = L+ θ̃1L+ ...+ θ̃kL
k + ..., (15)

причому для моделi, яка задає стацiонарний часовий ряд,
∞∑
k=1

∣∣∣θ̃k∣∣∣2 <∞.

Використовуючи уявлення (14) для ARMA (p, q) моделi, визначимо

вiдстань мiж моделями M1 и M2 наступним чином:

d (M1,M2) =
∞∑
k=1

∣∣∣θ̃1k − θ̃2k

∣∣∣ . (16)

Для моделювання попередньої формули на прикладi слiд зазначити, що

ряд
∑∞

k=1

∣∣∣θ̃1k − θ̃2k

∣∣∣є збiжним. Тому можна знехтувати елементами ряду пi-

сля деякого K. Дана вiдстань буде iнтерпретуватися саме як вiдстань мiж

моделями, а не вiдстань мiж даними.

2.5.3. Порiвняння вiдстаней

Для порiвняння вiдстаней мiж часовими рядами нами буде використа-

ний метод Монте-Карло [61]. В якостi моделей для порiвняння розглянемо

L1 – вiдстань, DTW i ERP методи. Основними характеристиками, якi об-

умовлюють змiну вiдстаней i правильнiсть визначення моделей часового

ряду, є наявнiсть викидiв, структурна змiна часового ряду [18] i довжи-

на часового ряду. У наступних обчисленнях нами буде дослiджено вплив

наявностi викидiв i довжини часового ряду на похибку в обчисленнi мiж

часовими рядами.

Розглянемо вплив наявностi аутлайерiв на вiдстань мiж самими часо-

вими рядами i вiдстанями мiж їх моделями. Для цього розглянемо генера-

цiю двох часових рядiв з T = 150 дослiдженнями, перший з яких моделю-

ється ARMA (p, q) моделлю, другий – це той же часовий ряд, в якому α%

значень замiненi викидами.
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В якостi оригiнального часового ряду взято ARMA (2, 1) модель:

xt = 0.3xt−1 − 0.4xt−2 + εt + 0.1εt−1.

З наступного Рис. 1 видно, що при наявностi великої кiлькостi викидiв,

класичнi методи лiнiйно збiльшують вiдстанi мiж часовими рядами, в той

же час вiдстань за моделями поводиться як логарифмiчна функцiя. При

цьому слiд зауважити, що при моделюваннi розглянуто невеликi викиди,

якi дещо виходять за межi iнтервалу (Q1 − 1.5IQR,Q1 + 1.5IQR). У разi

ж наявностi великих викидiв, рiзниця мiж тимчасовими рядами зростатиме

лiнiйно з коефiцiєнтом, рiвним середнiй величинi викиду.

Рис. 1: Вiдносна похибка як функцiя вiд величини викидiв в часовому ряду
для Евклiдової вiдстанi, вiдстанi по моделях DTW i ERP методiв

Поряд з цiєю залежнiстю, розглянемо також залежнiсть вiдстаней вiд

величини часового ряду (Рис. 2), тобто вiд величини T .

Таким чином, з Рис. 2 зрозумiло, що великих T вiдстанi мiж часовими

рядами для однакових стацiонарних моделей є практично постiйними для
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Рис. 2: Вiдносна похибка як функцiя вiд кiлькостi вимiрювань у часовому
ряду для Евклiдової вiдстанi, вiдстанi по моделях DTW i ERP методiв

всiх методiв, однак для оцiнки вiдстанi за моделями ця константа значно

менша, нiж вiдповiдна константа для всiх iнших методiв.

Висновки до роздiлу II

У даному роздiлi здiйснено огляд стацiонарних ARMA та нестацiо-

нарних ARIMA моделей часових рядiв, якi використано для визначення

вiдстанi мiж часовими рядами. ARMA та ARIMA процеси є популярними

та потужними iнструментами для моделювання та прогнозування часових

рядiв i використовуються в рiзних галузях, включаючи фiнанси, економiку,

погоду та iншi.

ARMA модель включає процеси авторегресiї та ковзного середнього.

Ця модель дозволяє аналiзувати залежностi мiж значеннями ряду в рiзний
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момент часу. ARIMA модель доповнює ARMA модель компонентом iнте-

грування. Цей компонент дозволяє моделювати нестацiонарнi ряди, тобто

ряди, у яких статистичнi характеристики змiнюються з часом. ARIMA мо-

дель робить ряд стацiонарним шляхом вiднiмання початкових значень вiд

кожного значення ряду. Потiм ARMA модель застосовується до змодельо-

ваного стацiонарного ряду. ARIMA може бути корисною для аналiзу та

прогнозування рядiв, де присутнi тренди та сезоннi компоненти. Основне

завдання при роботi з даними полягає в обраннi пiдходящої моделi та пра-

вильнiй оцiнцi параметрiв у залежностi вiд характеристик дослiджуваного

часового ряду.

В роздiлi II розглянуто вiдстань мiж часовими рядами, що ґрунту-

ється не на даних, а на моделях часових рядiв. Використовуючи метод

Монте-Карло, показано, що дана вiдстань є бiльш стiйкою до викидiв i дає

точнiшi результати для бiльш довгих часових рядiв (при великих T ). Крiм

того, складнiсть алгоритму обчислення даної вiдстанi для N часових рядiв

становить O
(
T ∗N 2

)
, в той же час аналогiчна складнiсть для алгоритмiв

DTW, ERP, EDR становить O
(
T 2 ∗N 2

)
. Немає сумнiвiв в тому, що вико-

ристання моделей є одним з найбiльш зручних iнструментiв дослiдження

подiбностi процесiв. Крiм того, для аналiзу зручно використовувати усе-

редненi еволюцiї i граничнi еволюцiї в схемi дифузiйної апроксимацiї [28].

Також за рахунок стiйкостi до викидiв, дану вiдстань можна використову-

вати при кластеризацiї для побудови бiльш стiйких до шумiв кластерiв.
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РОЗДIЛ III. КЛАСТЕРИЗАЦIЯ З

ВИКОРИСТАННЯМ МАРКОВСЬКОГО

АЛГОРИТМУ

Кластеризацiя об’єктiв рiзної природи є на даний час однiєю з най-

бiльш важливих задач машинного навчання та глибинного навчання [99].

Всi задачi кластеризацiї (Unsupervised learning) об’єднує декiлька спiльних

проблем: визначення метрики в просторi об’єктiв [100, 101, 102, 103], для

яких проводиться кластеризацiя, та визначення оптимальної кiлькостi кла-

стерiв для даних об’єктiв [104, 105, 106, 107]. У випадку числових даних

(структурованих даних) перша проблема вирiшується за допомогою роз-

гляду вiдстанi в Rn як метрики. Проте для нечислових (неструктурованих

даних) вибiр потрiбної метрики вiдiграє важливу роль при подальшiй кла-

стеризацiї. Неструктурованих об’єкти повнiстю (або частково) можуть ви-

значатися часовими рядами та графами. Кластеризацiя на графах та кла-

стеризацiя часових рядiв є одними iз найважливiших роздiлiв машинного

навчання [108, 109], оскiльки багато об’єктiв задаються саме за допомогою

даних неструктурованих об’єктiв [73]. Тому розгляд нових алгоритмiв кла-

стеризацiї для даних об’єктiв є одним iз основних напрямкiв машинного

навчання в даний час.

Дослiдження в областi вибору оптимальної кiлькостi кластерiв є клю-

човим кроком у задачах кластеризацiї часових рядiв. Кластеризацiя до-

зволяє групувати схожi часовi ряди разом i вiддiляти рiзнi групи часових

рядiв одна вiд одної. Це важливо для багатьох прикладних задач, таких як
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аналiз споживчої поведiнки, класифiкацiя медичних даних або виявлення

аномалiй в часових рядах [110, 111, 112]. Однак визначення оптимальної

кiлькостi кластерiв – це нетривiальна задача.

Iснують рiзнi методи визначення оптимальної кiлькостi кластерiв. Один

з найпоширенiших пiдходiв – це використання "лiктя"(elbow method) [113,

114, 115]. Вiн полягає в аналiзi варiацiї мiж кластерами при рiзнiй кiлько-

стi кластерiв. Зазвичай, зi збiльшенням кiлькостi кластерiв варiацiя мiж

кластерами буде зменшуватися, але на певному етапi цей прирiст варiацiї

зменшиться i навiть стане практично нульовим. Точку, де ця змiна стає

меншою, нiж величина "лiктя" можна вважати оптимальною кiлькiстю

кластерiв. Однак цей метод не завжди є достатньо точним, i вiн може да-

вати неправильнi результати, особливо коли структура даних складна та

нерiвномiрна.

Ще однiєю поширеною технiкою для визначення кiлькостi кластерiв є

силуетний аналiз (silhouette analysis) [116, 117, 118]. Вiн оцiнює, наскiльки

кожен об’єкт даних схожий на iншi об’єкти у своєму кластерi порiвняно

з iншими кластерами. Ця метрика надає значення вiд -1 до 1, де бiльшi

значення вказують на кращу роздiльнiсть мiж кластерами. Оптимальна

кiлькiсть кластерiв визначається як та, яка має найвище середнє значен-

ня силуету. Цей пiдхiд може бути бiльш точним, нiж метод "лiктя але вiн

також має свої обмеження, особливо коли данi мають складну структуру.

Iншим пiдходом до визначення кiлькостi кластерiв є використання зов-

нiшнiх метрик, таких як Adjusted Rand Index (ARI) [119, 120, 121] або

Normalized Mutual Information (NMI), для порiвняння рiзних кiлькостей

кластерiв. Цi метрики вимiрюють подiбнiсть мiж дiйсними мiтками та мi-

тками, призначеними алгоритмом кластеризацiї, i можуть допомогти ви-

значити оптимальну кiлькiсть кластерiв. Однак цей пiдхiд також має свої

обмеження, i вiн вимагає наявностi дiйсних мiток в навчальних даних, що
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не завжди можливо у реальних завданнях.

Алгоритми кластеризацiї для часових рядiв можна умовно роздiли на

двi категорiї:

• Наївнi алгоритми . Дана категорiя алгоритмiв базується на припу-

щеннi, що часовий ряд є вектором у Евклiдовому просторi Rn. Недо-

лiк даних алгоритмiв очевидний, оскiльки не враховується структура

моделей часових рядiв [7].

• Модель – орiєнтованi алгоритми. Данi алгоритми враховують

припущення щодо моделей часових рядiв, якi потрiбно кластеризува-

ти.

Кожна iз запропонованих категорiй володiє своїми перевагами та не-

долiками, проте спiльною проблемою для кожного алгоритму є визначення

оптимального числа кластерiв kopt. Найбiльш вживаними методами для ви-

значення kopt є метод лiктя, метод силуета, k-Core decomposition.

В данiй роботi основна увага буде придiлена саме визначенню опти-

мальної кiлькiсть кластерiв kopt в незалежностi вiд категорiї, до якої на-

лежить метод для побудови метрики. На вiдмiну вiд багатьох аналогiчних

робiт, в даному дослiдженнi буде використано марковський алгоритм кла-

стеризацiї, який грунтується на використаннi стохастичної матрицi графа.

Так як власнi значення стохастичних матриць є визначальними при

кластеризацiї даних, варто вiдзначити роботу [75]. Biely та Thurner вивча-

ли форму спектрiв власних значень корреляцiйних матриць часових рядiв,

отриманих iз наборiв броунiвських випадкових блукань зi зсувом по ча-

су. Данi матрицi можна розглядати як випадковi, асиметричнi матрицi iз

спецiальною структурою внаслiдок зсуву по часу. У роботi показано, що

спектр власних значень є круговим для стохастичних матриць. Щiльнiсть

власних значень отримано на основi некорельованих гауссовських часових
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рядiв. Теоретичнi результати порiвнюються зi щiльностями власних зна-

чень, отриманими з високочастотних (5 хв) даних S&P500. У роботi також

iдентифiковано рiзнi невипадковi закономiрностi та знайдено асиметричнi

залежностi, пов’язанi з власними знаннями.

3.1. Основнi позначення та припущення

У цьому роздiлi описано алгоритм кластеризацiї на графах з викори-

станням дискретних ланцюгiв Маркова. Будь-який реальний процес люд-

ського життя, такий як функцiонування транспортних та комп’ютерних

мереж, проектування конструкцiй та молекулярне моделювання, можна

описати за допомогою графiв. Крiм того, алгоритм кластеризацiї з вико-

ристанням дискретних ланцюгiв Маркова є швидким i масштабованим та

може бути застосований до будь-якого об’єкта, для якого задано матри-

цю подiбностi. Використовуючи цей алгоритм, вдається визначити опти-

мальну кiлькiсть кластерiв kopt, якi неможливо отримати за допомогою

деяких класичних методiв (метод лiктя та метод розкладання k − core).

Перевiрка роботи алгоритму проводиться за допомогою симуляцiї методом

Монте-Карло. Крiм того, теоретичнi спостереження, отриманi в дослiджен-

нi, пов’язанi з деякими властивостями стохастичних випадкових матриць,

якi є визначальними у випадку застосування кластеризацiї на графах.

Кластеризацiя на графах є одним iз найважливiших пiдроздiлiв ма-

шинного навчання, так як бiльшiсть реальних процесiв задаються графа-

ми [1]. Тому для початку важливо розглянути найновiшi дослiдження та

алгоритми кластеризацiї на графах. Алгоритми кластеризацiї на графах

можна умовно подiлити на двi категорiї:

• детермiнованi алгоритми кластеризацiї , якi грунтуються на

властивостях графiв (матрицi сумiжностi вершин графа). Прикла-
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дом детермiнованих алгоритмiв кластеризацiї на графах є алгоритм

Hirvan–Newman [2]. Алгоритм Hirvan–Newman визначає спiльноти шля-

хом послiдовного видалення ребер з вихiдної мережi. Зв’язанi ком-

поненти мережi, яка залишається, виступають спiльнотами. Замiсть

спроб побудови мiри, яка показує, яке ребро є центральним в сукупно-

стях, алгоритм Hirvan–Newman фокусується на ребрах, якi найбiльш

ймовiрно знаходяться мiж спiльнотами. Даний алгоритм є представ-

ником iєрархiчної кластеризацiї на графах.

• Марковськi алгоритми кластеризацiї , якi грунтуються на при-

пущеннi про те, що граф разом iз матрицею сумiжностi A визначають

однорiдний ланцюг Маркова (ОЛМ) з матрицею переходу P , яка мо-

же бути визначена наступним чином:

Pij =
Aij∑N
j=1Aij

. (1)

.

Алгоритм кластеризацiї на графах, розглянутий в роботi [3], є хоро-

шим прикладом Марковського алгоритму кластеризацiї. Даний алгоритм

базується на властивостях дискретного ланцюга Маркова, якi визначаю-

ться матрицею переходiв (1).

Обидвi з розглянутих категорiй мають свої переваги та недолiки. Тим

не менше спiльним завданням для обох категорiй є визначення оптимальної

кiлькостi кластерiв kopt. Одним iз найбiльш ефективних способiв отрима-

ти kopt є розв’язок оптимiзацiйної задачi для функцiї f (k), де k – кiль-

кiсть кластерiв, f – функцiя, яка використовується для визначення якостi

кластеризацiї [4]. Сучаснi оптимiзацiйнi задачi, якi використовуються для

визначення kopt, включають метод лiктя, метод силуету та k− core деком-

позицiю. Розглянемо детальнiше згаданi методи.

110



Метод лiктя. Ключовим моментом кожного алгоритму кластеризацiї

є визначення найкращої кiлькостi кластерiв kopt. Метод лiктя є найбiльш

популярним методом для цього завдання. Вiн передбачає багаторазовий

запуск алгоритму через цикл зi збiльшенням кiлькостi обраних кластерiв;

згодом будується iндикатор кластеризацiї у залежностi вiд кiлькостi кла-

стерiв. Метод лiктя включає наступнi кроки [6]:

1. Кластеризацiя виконується за допомогою методу k-середнiх. Поряд iз

роботою k-середнiх обчислюється та записується функцiя штрафiв.

2. Будується графiк залежностi функцiї штрафiв вiд вiдомої кiлькостi

кластерiв.

3. Вибирається та кiлькiсть кластерiв, яка вiдповiдає кiлькостi переги-

нiв графiка. Це число i є оптимальною кiлькiстю кластерiв.

Метод декомпозицiї k − core. Оптимальна кiлькiсть кластерiв та-

кож може бути визначена за допомогою методу k− core декомпозицiї. Цей

метод використовується для iдентифiкацiї найбiльшої зв’язаностi графу i

дозволяє швидко знайти k−core – максимально зв’язаний пiдграф, в якому

кожна вершина пов’язана принаймнi з k сусiднiми вершинами в пiдграфi.

Метод k − core декомпозицiї використовується зазвичай для аналiзу

великих нейронних мереж. Метод k−core декомпозицiї є алгоритмоиO(m),

де m позначає кiлькiсть потокiв у непаралельних обчисленнях [8, 9]. Йо-

го мета – отримати пiдгрупу, члени якої представляють комунiкаторiв на

графiку. Кожен вузол у пiдграфi повинен мати принаймнi k градусiв.

Метод k − core декомпозицiї має наступнi властивостi :

∀u ∈ V : k − core (u) = k ↔
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↔


A maximum subgraph Vk exists such that ∀v ∈ Vk : deg (v) ≥ k

and

a subgraph V k+1 does not exist such that ∀ v ∈ Vk+1 : deg (v) ≥ k + 1.

Цей алгоритм був розроблений для отримання пiдграфа, який демон-

струє найсильнiшi зв’язки k. Остання властивiсть вказує на те, що кожен

учасник цього пiдграфа має принаймнi k сусiдiв i, що бiльший пiдграф, де

кожен учасник має бiльше k сусiдiв, не iснує. Тому вершина з найвищим

ступенем у цьому пiдграфi є гарним кандидатом стати центром кластера.

Як було зазаначено вище, часовi ряди та графи є неструктурованими

об’єктами, що робить їх подiбними в контекстi задачi кластеризацiї та ви-

значення оптимальної кiлькостi кластерiв kopt. Тому далi розглядатимемо

лише графи, розумiючи, що часовi ряди мають аналогiчну структуру.

Розглянемо основнi позначення графiв, якi будуть використовуватися

у данiй роботi. Граф позначатимемо через G = (V,E), де V = {1, 2, . . . , N}

– множина вершин графа (окремi часовi ряди), E = {e1, . . . , em} – мно-

жина ребер графа, що з’єднують вершини iз V (визначаються модулями

коварiацiй для часових рядiв). Припустимо, що граф задається матрицею

сумiжностi A:

A = AN×N ,

де елемент Aij рiвний ваговому коефiцiєнту мiж вершинами i та j. Припу-

стимо, що Aij ∈ R+, причому для графiв Aij утотожнюють з кiлькiльстю

ребер мiж вершинами i та j, для часових рядiв Aij будемо утотожнюва-

ти iз модулем коварiацiї мiж часовими рядами, що визначають i-й та j-й

об’єкти. Стохастична матриця P , що вiдповiдає графу G та представлена

матрицею сумiжностi A, задається спiввiдношенням

Pij =
Aij

N∑
j=1

Aij

. (17)

112



Дана матриця є стохастичною матрицею, яка i буде основним об’єктом

дослiдження в данiй роботi.

Розглянемо декiлька основних тверджень, якi будуть далi використанi

при оцiнцi кiлькостi кластерiв kopt. Основне твердження щодо визначення

оптимальної кiлькостi кластерiв kopt тiсно пов’язане iз алгебраїчною кра-

тнiстю власного значення λ = 1 для стохастичної матрицi P [76].

Теорема 2 Алгебраїчна кратнiсть власного значення λ = 1 для стоха-

стичної матрицi P рiвна кiлькостi незвiдних класiв для ланцюга Марко-

ва, що описується матрицею P .

Отже, дана теорема стверджує, що кiлькiсть неперетинних класiв рiв-

на кратностi власного значення λ = 1 для матрицi P , що в свою чергу

спiвпадає з кiлькiстю кластерiв у кластерному аналiзi. Даний результат є

теоретичним, оскiльки в реальних системах всi стани є сполучними. Вико-

ристовуючи неперервну залежнiсть мiж елементами матрицi та її власними

значеннями, буде показано, що кiлькiсть кластерiв в стохастичнiй матрицi

характеризує кiлькiсть власних значень, близьких до 1 . Дану залежнiсть

можна описати наступним спiввiдношенням, яке буде використано при до-

веденнi основного твердження роботи:
N∑
i=1

(λi (A) − λi (B))2 ≤ Tr(A−B)2, (18)

де A, B – квадратнi матрицi розмiрностi N×N ; λi (A) , λi (B) , i = 1, .., N

– власнi значення матриць A, B, вiдповiдно, упорядкованi за спаданням

чи зростанням.

3.2. Випадковi та стохастичнi матрицi

Теорiя випадкових матриць є однiєю iз математичних моделей автома-

тизованих розумних енергосистем [80], що описують функцiонування ве-
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ликих незалежних систем. Одним iз основних завдань, пов’язаних iз по-

будовою розумної системи, є розподiл функцiй системи мiж основними

"центрами" системи. Ще одним прикладом застосування випадкових ма-

триць є системи зв’язку та фiнансова математика, розглянутi в роботi [72].

Таким чином, випадковi матрицi є однiєю iз математичних моделей для

опису Big Data. Основнi результати теорiї випадкових матриць по’вязанi

iз спектральним аналiзом даних матриць, тобто iз властивостями власних

значень. Одним iз найбiльш важливих результатiв, отриманих в даному на-

прямку, є результати українських математикiв Марченко та Пастура [81],

якими було знайдено асимптотичний розподiл власних значень симетри-

чної випадкової матрицi

Z =
1

m
XX ′,

де X – симетрична матриця розмiрностi n × m, елементами якої є неза-

лежнi випадковi величини iз нульовим середнiм та скiнченною дисперсiєю

σ2. Основний результат роботи [81] стверджує, що випадкова величина Λ,

що визначається наступним розподiлом

P (Λ ∈ B) =
1

m
# {λi (Z) ∈ B} ,

має граничним розподiлом розподiл Марченко – Пастура з параметрами

(µ, a, b), який задається щiльнiстю

f (x) =

√
(b− a)(x− a)

2πσ2µx
, x ∈ [a, b] ,

де

µ = lim
m→∞

n(m)

m
;

a = σ2(1 −√
µ)2;

b = σ2(1 −√
µ)2.

Розглянемо поняття стохастичних випадкових матриць, яке буде ви-

користане при дослiдженнi основного результату роботи.
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Означення 9 Стохастичною випадковою матрицею P називається ква-

дратна матриця, що володiє наступними властивостями:

1. Елементи матрицi Pij є невiд’ємними випадковими величинами.

2. Елементи матрицi Pij є нормованими, тобто

N∑
j=1

Pij = 1.

3. Рядки матрицi P є незалежними випадковими векторами.

Розглянемо приклад стохастичної випадкової матрицi та розглянемо

основнi особливостi даної матрицi. Припустимо, що матриця сумiжностi на

графi A розмiрностi N ×N є випадковою матрицею, елементи якої мають

рiвномiрний розподiл на довiльному iнтервалi [a, b], де

0 ≤ a < b <∞.

Тобто в даному прикладi елементи матрицi мають рiвномiрний розпо-

дiл на [a, b]:

Aij ∼ U (a, b) ,

де U (a, b) – рiвномiрний розподiл на [a, b]. Використовуючи матрицю A,

утворимо стохастичну матрицю за формулою (17). Розглянемо деякi вла-

стивостi власних значень матрицi P , якi безпосередньо випливають iз озна-

чення стохастичної випадкової матрицi.

1. З ймовiрнiстю 1, власним значенням матрицi P є λ = 1.

2. Власнi значення матрицi P задовольняють спiввiдношення

0 ≤
N∑
i=1

λi (P ) ≤ N.
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3. Математичне сподiвання власних значень рiвне 1:
N∑
i=1

E(λi (P )) = 1.

Остання властивiсть є наслiдком рiвностi суми власних значень матрицi та

слiду матрицi:
N∑
i=1

λi (P ) =
N∑
i=1

Pii

та того факту, що всi елементи матрицi P мають однаковий розподiл. Вра-

ховуючи дане зауваження, отримаємо наступнi спiввiдношення для елемен-

тiв матрицi P :

EPij =
1

N
.

Таким чином для власних значень матрицi P справедлива наступна рiв-

нiсть:
N∑
i=2

E(λi (P )) = 0,

де власнi значення матрицi P впорядкованi за спаданням дiйсних частин:

1 = Re(λ1) ≥ Re(λ2) ≥ ... ≥ Re(λN).

Розглянемо результати симуляцiї власного значення λ2, що найближче

до 1, тобто

λ2 = argminλi ̸=1 {|λi − 1|} .

Iз наведеного нижче Рис. 3 видно, що розподiл власного значення λ2 (N)

"стягується" до 0 у випадку рiвномiрного розподiлу всiх елементiв матрицi

сумiжностi A. Даний результат може бути iнтерпретований як узагаль-

нення класичного результату в класичному алгоритмi Маркова [?], який

можна сформулювати наступним чином:

Лема 3 [122] Нехай всi елементи стохастичної матрицi P рiвнi мiж

собою, тобто

Pij =
1

N
.
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Тодi кiлькiсть кластерiв, обчислена згiдно класичного алгоритму рiвна 1

для довiльних значень параметрiв r та s.

Рис. 3: Розподiл λ2 матрицi P за умови Aij ∼ Unif (0, 1) з розмiрнiстю
N = 10, 100, 500 (зверху вниз)

Даний результат є тривiальним наслiдком з використанням двох опе-

рацiй у класичному методi:

P = P r,

P = L (P ; s) ,

де оператор L (P ; s) визначає операцiю iнфляцiї для матрицi P з пара-

метром s. Результат леми 3 є частинним випадком навiть для графiв не-

великої розмiрностi, оскiльки при найменших вiдхиленнях значень P вiд

свого середнього значення, результати використання класичного Марков-

ського алгоритму змiнюються в залежностi вiд параметрiв алгоритму (r, s).

Нижче буде доведено бiльш сильний результат для довiльного розподiлу
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на (0,∞), що узагальнює лему 3. Даний результат буде використано для

вiдслiдковування наявностi одного кластера в графi, що задається стоха-

стичною випадковою матрицею P .

Теорема 4 Нехай виконуються наступнi умови:

1. Всi елементи матрицi A є незалежними та мають одинаковий роз-

подiл

Aij ∼ Distr,

де розподiл Distr має носiєм пiдмножину множини (0,∞) та має

скiнченний момент порядку 2 + δ, δ > 0.

2. Елементи матрицi переходу за 1 крок Pij визначаються iз спiввiд-

ношення (17).

Тодi за ймовiрнiстю має мiсце збiжнiсть

λ2 (P ;N) → 0,

де λ2 (P ;N) ̸= 1 – найближче до 1 власне значення матрицi P , N ×N –

розмiрнiсть матрицi P .

Доведення. Для доведення даного факту вiдзначимо, що значення

λ2 (N), яке вiдповiдає значенням матрицi

Pij = E

(
Aij∑N
j=1Aij

)
рiвне 0. Для доведення цього факту розглянемо власнi значення матрицi

P у наступному виглядi

det (λI − P ) = λn + c1λ
n−1 + . . . cn−1λ+ cn,

де коефiцiєнти ci визначаються за наступною формулою

ci = (−1)i
∑
k

det (Mk (i)) ,
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де Mk (i) – головнi мiнори матрицi P розмiрностi i× i. Згiдно побудови,

c2 = ... = cN = 0.

Використовуючи даний факт, знайдемо, що характеристичний полiном для

матрицi E(P ) рiвний

E (det (λI − P ) ) = E
(
λn + c1λ

n−1 + · · · + cn−1λ+ cn
)

=

= λn + E (c1)λ
n−1 + · · · + E (cn−1)λ+ E (cn) =

= λn − λn−1.

Таким чином, розв’язками характеристичного рiвняння є

λ1(E(P )) = 1, λi(E(P )) = 0, i = 2, . . . , N.

Отже, справедливим є той факт, що математичне сподiвання власного зна-

чення λ2(P) рiвне 0 за умов теореми.

Для доведення збiжностi до 0 випадкової величини λ2 розглянемо дис-

персiї дiагональних елементiв

D

(
N∑
i=1

Pii

)
=

N∑
i=1

D (Pii) = ND (P11) ,

оскiльки всi значення Pii є незалежними та однаково розподiленими. Об-

числимо дисперсiю випадкової величини

D (P11) = E
(
P 2
11

)
− 1

N 2
.

Використовуючи означення матрицi P , можна показати, що

E
(
P 2
11

)
=

1

N 2
+O

(
1

N 2

)
.

Таким чином

D (P11) = O

(
1

N 2

)
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та

D

(
N∑
i=1

Pii

)
= O

(
1

N

)
.

Для доведення того факту, що λ2 (P ;N) прямує до 0 за ймовiрнiстю,

використаємо нерiвнiсть (18). Використовуючи дане спiввiдношення, отри-

маємо наступну оцiнку для дисперсiї λ2 (P ;N):

E(λ2 (P ;N))2 = D(λ2 (P ;N))2 ≤

≤
N∑
i=1

D (λi (N)) ≤ E

(
N∑
i=1

N∑
k=1

(
Pik −

1

N

)(
Pki −

1

N

))
=

= E

(
N∑
i=1

(
Pii −

1

N

)k
)

=
N∑
i=1

E

(
Pii −

1

N

)2

=

=
N∑
i=1

D (Pii) = D

(
N∑
i=1

Pii

)
.

Отже, справедлива нерiвнiсть

D (λ2 (N)) ≤ O

(
1

N

)
.

Використовуючи дану нерiвнiсть та нерiвностi Чебишова, отримаємо твер-

дження теореми.

Результати моделювання власних значень для рiвномiрного розподiлу

Aij ∼ U(a, b) наведенi на Рис.4. З даного рисунка видно, що власнi зна-

чення λ2 (P ;N) , . . . , λN (P ;N) "стягуються" до 0 з ростом N . Цей факт

описує поведiнку власних значень стохастичної матрицi графа у випадку

наявностi тiльки одного кластера.

Загальний вигляд розподiлу власних значень λ2 (N) , . . . , λN (N) при

довiльнiй кiлькостi кластерiв можна знайти, використовуючи методику, за-

пропоновану Марченком та Пастуром [81]. Зауважимо, що на вiдмiну вiд

класичного випадку випадкових матриць, стохастичнi випадковi матри-

цi володiють трьома особливостями: по-перше, середнє значення кожно-

го елемента стохастичної випадкової матрицi має математичне сподiвання
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Рис. 4: Розподiл λ2 матрицi P за умови Aij ∼ Unif (0, 1) з розмiрнiстю
N = 10, 100, 500 (зверху вниз)

не менше за 0; по-друге, сума елементiв в кожному рядку повинна бути

рiвною 1 з ймовiрнiстю 1; по-третє, елементи стохастичної випадкової ма-

трицi повиннi бути невiд’ємними. Данi додатковi обмеження на елементи

матрицi змiнюють розподiл власних значень стохастичної випадкової ма-

трицi P . Проте загальна асимптотична поведiнка власних значень має ту

ж поведiнку, що i для загального випадку випадкових матриць – Рис. 5.

Використовуючи отриману вище теорему, нам вдалося показати, що вла-

снi значення матрицi P , якi не несуть iнформацiї про кластернiсть графу,

визначаються спiввiдношенням

|λi(P ;N)| ≤ 1√
N
. (19)

Використовуючи означення власних значень (19), будемо визначати опти-
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Рис. 5: Власнi значення матрицi P за умови Aij ∼ Unif (0, 1) з розмiрнiстю
N = 10, 100, 1000, 3000

мальну кiлькiсть кластерiв в графi за допомогою спiввiдношення

kopt = #

{
i = 1, ..., N : |λi(P ) − 1| < 1 − 1√

N

}
. (20)

3.3. Аналiз методом Монте-Карло та аналiз

S&P500

3.3.1. Метод Монте-Карло

Перевiримо точнiсть визначення кластерiв за допомогою класичного

методу Монте – Карло [77]. Для перевiрки визначення точностi кластери-

зацiї, розглянемо наступну процедуру утворення матрицi сумiжностi для

графа

A = D + Error,
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де D – дiагональна матриця

D =



D1 0 0 . . . 0

0 D2 0 . . . 0

0 0 D3 . . . 0

. . . . . . . . . . . . . . .

0 0 0 . . . Dk


.

Матрицi Di є матрицями розмiрностi ni×ni, що визначають кластери в мо-

делi. Матриця Error – матриця розмiрностi N×N , що задає мiжкластернi

зв’язки. Зрозумiло, що при умовi Error = 0, кiлькiсть власних значень, якi

рiвнi 1 з ймовiрнiстю близькою до 1, близька до k. Розглянемо випадок, ко-

ли матриця помилок Error вiдмiнна вiд 0. Для моделювання матриць D

та Error будемо використовувати наступнi параметри:

1. Кiлькiсть кластерiв – k.

2. Рiвномiрний дискретний розподiл Ud (na, nb) для моделювання роз-

мiрностi кластерiв, а саме для моделювання ni.

3. Рiвномiрний дискретний розподiл Ud (da, db) для моделювання нену-

льових елементiв матрицi D.

4. Рiвномiрний дискретний розподiл Ud (ea, eb) для моделювання нену-

льових елементiв матрицi D.

Таким чином, модель залежить вiд 7 гiперпараметрiв

par= (k, na, nb, da, db, ea, eb) .

Для порiвняння отриманих у данiй статтi результатiв (наш метод) ви-

користаємо Марковський алгоритм, описаний в роботi [78], та метод лi-

ктя. Для моделювання у методi Монте – Карло будемо використовувати

N = 105 iтерацiй.
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Використовуючи наведений вище алгоритм для кластеризацiї на гра-

фах, кiлькiсть кластерiв будемо визначати наступним чином

kopt = #

{
i : |λi (P ) − 1| < 1 − 2√

N

}
.

Результати оцiнки кластерiв за трьома алгоритмами вiдображенi в таблицi

1.
Гiперпараметри

(k, na, nb, da, db, ea, eb)

Марковський

алгоритм [78]

Метод лiктя Наш

метод

r = 2

s = 2

r = 5

s = 2

(15, 10, 20, 4, 5, 0, 1) 40 19 12 15

(15, 10, 20, 10, 20, 2, 5) 43 22 11 15

(25, 30, 50, 10, 20, 2, 5) 67 34 24 25

(40, 4, 20, 10, 20, 2, 5) 100 51 34 38

(15, 10, 20, 10, 20, 2, 5) 42 28 14 15

(15, 10, 20, 10, 20, 8, 15) 36 23 13 15

(50, 10, 20, 10, 20, 8, 15) 115 54 53 46

(20, 10, 20, 10, 20, 8, 15) 53 35 23 20

(20, 10, 20, 10, 20, 1, 15) 32 39 17 20

Таб. 1. Результати визначення оптимального числа кластерiв kopt

Як ми бачимо iз таблицi 1, запропонований в роботi метод дозволяє

найбiльш точно визначати оптимальну кiлькiсть кластерiв, базуючись на

стохастичних матрицях графiв. Даний факт не є дивним, оскiльки дiйснi

частини власних значень матрицi P розбиваються на три групи:

1. Власнi значення, дiйснi частини яких близькi до 0 та не рiвнi 1. Данi

власнi значення не є визначальними для кластеризицiї, оскiльки вiд-

ображають лише однорiднiсть елементiв матрицi. Однорiднiсть еле-
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ментiв в свою чергу згiдно Теореми 4 свiдчить про наявнiсть одного

кластера.

2. Власнi значення, дiйснi частини яких "вiдмiннi" вiд 0. Данi власнi

значення є визначальними для кластеризацiї, оскiльки саме на їх

кiлькостi i ґрунтується визначення оптимальної кiлькостi кластерiв

kopt.

3. Власне значення λ = 1.

На Рис. 6-8 зображено групування власних значень в методi Монте

– Карло для рiзних значень параметрiв. Як можна бачити iз даних ри-

сункiв, при помiрнiй величинi шуму власнi значення iз другої групи чiтко

вiдокремленi вiд власних значень iз першої групи. Це й дозволяє точно ви-

значати кiлькiсть кластерiв в даних випадках. Крiм того, власнi значення

iз першої групи розподiленi згiдно з напiвколовим розподiлом Вiнгера з

параметром 1√
N

, що узгоджується iз результатами теореми 4. Зауважимо,

що матриця шумiв Error визначається величиною шуму, тобто дисперсi-

єю шумiв. Використовуючи дану аналогiю, аналогiчно до теорiї сигналiв з

гауссiвськими шумами [122], можна визначити показник

SNR =
max{σ2i }

σ2
,

де σ2i – дисперсiя елементiв в матрицi Di, σ2 – дисперсiя елементiв матрицi

шумiв Error. Назва показника SNR (Signal to Noise Ratio) має аналогiну

назву i при дослiдженнi сигналiв.

У випадку сильного зашумлення даних (Рис. 8) власнi значення iз груп

1 та 2 об’єднуються. У цьому випадку практично неможливо визначити

точне значення kopt. Проте слiд вiдмiтити, що розподiл власних значень

iз групи 1 у даному випадку має статистично додатнi непарнi моменти.

У випадках, коли вплив зашумлення є меншим, асиметрiя дiйсних частин
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Рис. 6: Розподiл дiйсних частин власних значень матрицi P з параметрами
par = (20, 10, 20, 10, 8, 15)

власних значень iз групи 1 рiвна 0. Даний факт може слугувати вiдправною

точкою для подальшого аналiзу значення kopt у випадку сильної зашумле-

ностi даних.

3.3.2. Аналiз акцiй S&P500

Розглянемо використання методики, описаної в данiй роботi, для кла-

стеризацiї акцiй N = 470 компанiй S&P500 даних, фiксованих в перiод

2013 – 2018 рокiв. Для аналiзу розглянуто M = 1249 денних показникiв

вартостi акцiй при закриттi бiрж (close price). Аналогiчно роботi [75], роз-

глянемо акцiї iз 10 секторiв економiки, тобто реальна кiлькiсть кластерiв

рiвна 10 для даного набору даних. Аналогiчно бiльшостi робiт з аналiзу

часових рядiв вартостi, використаємо вiдсотковi ставки акцiй, що визнача-
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Рис. 7: Розподiл дiйсних частин власних значень матрицi P з параметрами
par = (20, 10, 20, 10, 1, 3)

ються наступним чином

ri,t = log

(
Si,t

Si,t−1

)
,

де ri,t – вiдсоткова ставка для i-ї акцiї в перiод t, Si,t – вартiсть i-ї акцiї в

перiод t, i = 1, ..., N , t = 2, ...,M . При аналiзi кiлькостi кластерiв на осно-

вi методу, запропонованого в данiй роботi, було виявлено, що оптимальна

кiлькiсть кластерiв для даного набору даних рiвна

kopt = 5.

Таким чином, оптимальна кiлькiсть кластерiв майже вдвiчi менша нiж

кiлькiсть галузей економiки. Аналогiчний факт для N = 400 акцiй S&P500

в перiод 2002 – 2004 рокiв з M = 44720 вiдмiчений також авторами роботи

[75], де зазначено, що реальна кiлькiсть груп (кластерiв) iз рiзною поведiн-

кою часових рядiв приблизно вдвiчi менша за вiдповiдну кiлькiсть галузей
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Рис. 8: Розподiл дiйсних частин власних значень матрицi P з параметрами
par = (20, 10, 20, 10, 80, 150)

економiки. Проте в роботi [75] не вказано точного критерiю визначення kopt,

оскiльки проводиться спектральне дослiдження графа на основi матрицi

сумiжностi A, що не дозволяє зробити висновкiв щодо кiлькостi кластерiв.

Значення kopt = 5 означає, що деякi сектори економiки є дуже пов’язанi

i не можуть бути вiдслiдкованi за допомогою вартостей акцiй компанiй iз

даних галузей. Крiм того, вплив "мiжгалузевих" компанiй1 також призво-

дить до зменшення числа кластерiв kopt для даного набору даних.

1Наприклад, компанiя Apple Inc є мiжгалузевою компанiєю, оскiльки реалiзує свої товари
на ринках рiзних галузей.
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Рис. 9: Власнi значення стохастичної матрицi, побудованої для N = 470
акцiй S&P500 в перiод 2013 – 2018 рокiв з M = 1249 показниками.

Висновки до роздiлу III

У роздiлi III розглянуто проблему кластеризацiї на графах на осно-

вi власних значень стохастичної матрицi графа. Доведено, що власнi зна-

чення стохастичної матрицi длявеликих графiв (N > 100) подiляються

на три групи, одна iз яких є визначальною для чи-сла кластерiв у графi.

Використовуючи теорiю випадкових матриць, вдалося показати, щоасим-

птотичний розподiл пiдгрупи дiйсних частин власних значень стохастичної

матрицi графу описується напiвколовим розподiлом Вiгнера. Використан-

ня стохастичних матриць дало змогу точно локалiзувати власнiзначення,

що вiдповiдають за кiлькiсть кластерiв, чого не вдавалося зробити для ма-

трицьсумiжностi. Основнi припущення моделi пов’язанi з властивостями

дискретних ланцюгiв Маркова, що дозволяє розширити область застосу-
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вання отриманих результатiв на бiльшширший клас об’єктiв. Теоретичнi

результати перевiренi на кластеризацiї часових рядiв,що описують варто-

стi N = 470 акцiй S&P500 в перiод 2013 –2018 рр. Результати кластеризацiї

даних часових рядiв показали наявнiсть5чiтко виражених груп, якi узго-

джується iз використаними даними.
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ОСНОВНI РЕЗУЛЬТАТИ I ВИСНОВКИ

У дисертацiйному дослiдженнi запропоновано нову метрику для зна-

ходження мiри подiбностi мiж в просторi стацiонарних часових рядiв, пред-

ставлених моделями ARMA(p, q) Описана метрика грунтується на знахо-

дженнi вiдстанi мiж параметрами моделей часових рядiв, а не мiж сами-

ми вимiрюваннями часового ряду. У роботi наведено порiвняння запропо-

нованої метрики з класичними моделями метрик в просторi часових ря-

дiв за допомогою симуляцiї даних методом Монте-Карло у середовищi R

Programming. Показано, що отримана метрика є бiльш стiйкою до викидiв i

дає бiльш точнi результати для часових рядiв з великою кiлькiстю вимiрю-

вань. Встановлено, що обчислювальна складнiсть алгоритму знаходження

вiдстанi з використанням запропонованої метрики для N часових рядiв

складає O(T ∗ N 2), в той же час аналогiчна складнiсть алгоритмiв DTW,

ERP становить O(T 2N 2). За рахунок стiйкостi до викидiв дана метрика

дозволяє отримувати бiльш стiйкi до шумiв кластери.

У роботi також запропоновано новий метод визначення оптимальної

кiлькостi кластерiв при розглядi задач кластеризацiї об’єктiв, що зада-

ються неструктурованими даними (графами, часовими рядами тощо) на

основi спектрального аналiзу стохастичної матрицi даних. Показано, що

дiйснi частини власних значень стохастичної матрицi графу можна роздi-

лити на три групи. До першої групи вiдноситься 1, так як вона завжди

присутня серед власних значень. До другої групи вiдносяться власнi зна-

чення стохастичної матрицi, якi є близькими до нуля, але не є нулями. До
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третьої групи вiдносяться тi власнi значення, якi знаходяться мiж 0 та 1.

Саме кiлькiсть власних значень у третiй групi i вiдповiдає оптимальнiй

кiлькостi кластерiв для вхiдних даних.

Використовуючи симуляцiю методом Монте-Карло, показано, що за-

пропонований метод пiдбору кiлькостi кластерiв дає кращi результати для

визначення оптимальної кiлькостi кластерiв у порiвняннi з рядом класи-

чних методiв (Марковський алгоритм з двома типами параметрiв та метод

лiктя). Симуляцiя Монте-Карло використана для утворення багатовимiр-

них даних — графу з фiксованою кiлькiстю сукупностей (кластерiв). Таким

чином для проведення порiвняння запропонованого методу вибору опти-

мальної кiлькостi кластерiв з Марковським алгоритмом та методом лiктя

оптимальна кiлькiсть кластерiв була наперед вiдомою.

За допомогою методу Монте-Карло та пакету RStudio для мови R

Programming згенерувано часовi ряди порядку ARMA(2, 1). У одному iз

часових рядiв замiнено % даних на викиди. Таким чином вдалося показа-

ти, що вiдносна похибка вимiрювань для запропонованого методу зростає

логарифмiчно, у той час як вiдносна похибка для класичних методiв – зро-

стає лiнiйно. Крiм того, перевiрено роботу запропонованого алгоритму при

розглядi довгих часових рядiв, тобто при збiльшеннi кiлькостi вимiрювань,

та проведено порiвняння результатiв роботи з класичними пiдходами. У до-

слiдженнi показано, що вiдносна похибка вимiрювань для запропонованого

методу спадає з ростом кiлькостi вимiрювань часового ряду, у той же час

вiдносна похибка вимiрювань для класичних методiв не змiнюється з ро-

стом кiлькостi вимiрювань у часовому рядi. Встановлено, що розроблений

алгоритм знаходження оптимальної кiлькостi кластерiв є менш чутливим

до наявностi кластерiв рiзного розмiру.
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